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OZET

Yiiksek Lisans Tezi

YAPAY SINIR AGI MODELLERI ILE HiSSE SENETLERININ DEGISiM
TAHMININDE FARKLI DUGUM SAYILARI, ZAMAN CERCEVELERI VE
AKTIVASYON FONKSIYONLARININ ETKISININ ARASTIRILMASI
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Fen Bilimleri Enstitiisii
Elektrik—Elektronik Mithendisligi Anabilim Dali

66 + VIII sayfa
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Danisman: Prof. Dr. Mehmet Emin TAGLUK

Cok sayida degiskenin etkisi altinda olan sistematik degiskenlerin rastgele
yiirliylistinii, modern tekniklerle dahi tahmin etmek olduk¢a zordur. Bu tiir karmasik
problemlerin ¢ézlimiinde, yapay zeka tabanli modellerin etkinligi ve hangi modelin hangi
parametrelerle daha iyi sonu¢ verecegi arastirmacilar tarafindan merak edilmektedir. Bu
tezde, bu tiir bir problem olan hisse senetlerinin gelecekteki degerlerini tahmin etmek icin
farkli YSA modelleri cesitli parametrelerle test edilerek, bu parametrelerin tahmin
performansi lizerindeki etkileri incelenmistir. Calismada, BIST ve NASDAQ borsalarindan
secilen bazi hisselere ait, farkli frekansta degiskenler iceren verilerle, farkli diigiim sayilar
ve aktivasyon fonksiyonlarina sahip LSTM ve MLP modelleri ¢esitli zaman ¢ergevelerinde
test edilmistir. Denemeler iki ana 6rnek iizerinden gerceklestirilmistir. Ilk 6rnekte farkls
diigiim sayilar1 ve aktivasyon fonksiyonlarimin etkisi incelenmistir. Bu kapsamda, ReLU
veya sigmoid aktivasyon fonksiyonu kullanilan ve farkli sayilarda diigiim iceren MLP ile
tahminler yapilmustir. Ikinci 6rnekte, gesitli frekansta degiskenler iceren veriler kullanilarak,
gesitli modellerin ve farkli zaman c¢ergevelerinin tahmin sonuglar1 tizerindeki etkisi
incelenmistir. Burada 1, 2, 3, 4 ve 5 giinlik zaman ¢ergevelerinde LSTM ve MLP ile
tahminler yapilmistir. Uretilen tahminler, gercek degerlerle MAPE ve EDOC ile
karsilastirilmistir. Sonuglar, diigiim sayilarinin yaklasik hesap kuraliyla belirlenebilecegini
ve aktivasyon fonksiyonu seciminde ReLU'nun Sigmoid'e gore daha iyi bir secenek
olabilecegini gostermektedir. Daha fazla sayida ve farkli frekansta degisken iceren verilerin
kullaniminin tahmin dogrulugunu artirdigr gériilmistiir. Kisa zaman ¢ercevelerinde yapilan
tahminlerin rastgele yliriiyiis hipoteziyle uyumlu olarak basariz oldugu gériilmiistiir. Zaman
cergevelerinin uzunlugu arttikca, MAPE'de ¢ok biiyiik olmayan bir artigla birlikte yon
dogrulugunun belirgin sekilde iyilestigi ve LSTM modelinin MLP'ye gore daha iyi sonuglar
verdigi goriilmiistiir. Bu durum, elde edilen sonuglarin Dow teorisiyle uyumlu oldugunu ve
hisse senetlerinin ge¢cmis degerlerinin, gelecekteki hareketleriyle bir iligki tasidigini
gostermektedir.

Anahtar Kelimeler: Yapay Sinir Aglari, Hisse Senedi Tahmini, Zaman Serileri, LSTM,
MLP, Zaman Cergeveleri, Diigiim Sayilari, Aktivasyon Fonksiyonlari
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The random walk of systematic variables, which are influenced by numerous factors,
is very difficult to predict even with modern techniques. In solving such complex problems,
the effectiveness of artificial intelligence-based models and which models yield better results
with specific parameters is a subject of interest for researchers. This thesis investigates the
prediction of future stock prices, a problem of this nature, using different artificial neural
network models, testing various parameters and examining their impact on prediction
performance. In the study, data containing variables with different frequencies from selected
stocks of the BIST and NASDAQ stock exchanges were used, and LSTM and MLP models
with varying numbers of nodes and activation functions were tested across different time
frames. The experiments were carried out in two main examples. The first example examined
the effect of different numbers of nodes and activation functions. In this context, predictions
were made using MLP models with ReLU or sigmoid activation functions and varying
numbers of nodes. In the second example, the effects of using data with variables at different
frequencies, various models, and different time frames on prediction results were tested. In
this section, predictions were made using LSTM and MLP models over 1, 2, 3, 4, and 5-day
time frames. The generated predictions were compared with actual values using MAPE and
EDOC metrics. The results suggest that the number of nodes can be determined by an
approximate calculation rule, and that ReLU might be a better choice than Sigmoid for the
activation function. Moreover, it was observed that using a greater number of variables with
different frequencies improved prediction accuracy. Predictions made with short time frames
were found to fail, consistent with the random walk hypothesis. As the length of the time
frames increased, direction accuracy improved significantly with only a small increase in
MAPE, and the LSTM model performed better than the MLP. These findings are consistent
with Dow Theory, indicating that the past values of stocks have a relationship with their
future movements.

Keywords: Artificial Neural Networks, Stock Price Prediction, Time Series, LSTM, MLP,
Time Frames, Node Numbers, Activation Functions
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1. GIRIS

Gelismis yontemler kullanilsa bile, ¢cok sayida degiskenin etkisi altindaki sistemlerin
gelecekteki hareketlerini tahmin etmek olduk¢a zordur. Bu tiir zorlu sorunlar yapay zeka
tabanli modellerin ¢6zebilecegi ve hangi modelin hangi parametrelerle daha iyi sonug
verecegi konusu, bir¢cok arastirmaya konu olmaktadir. Borsada islem goren hisselerin

gelecekteki fiyatlarini tahmin etmek de bu tiir zorluklara bir 6rnektir.

Hisse senedi, bir sirketin sahip oldugu sermayenin esdeger parcalardan biridir. Bir
kisinin bir sirkete ait hisse senedi almasi, o kisiyi sirkete ortak yapar. Bu, ayn1 zamanda
sirketin kar ve zararina da ortak olduklari anlamina gelir. Borsa, yatirimcilarin sirket
hisselerini alip satabildigi, halka acik bir pazardir. Borsanin ortaya c¢ikisiyla birlikte hisse
alim satim1 daha 6nemli hale gelmistir. Yatirimcilar, kazang elde edebilmek i¢in aldiklar
hisselerin degerinin zamanla artmasini beklerler. Deger kazanmasi beklenen hisselerin
alinmasi, deger kaybedecegi diisiiniilenlerin ise satilmasi, kar elde etme agisindan énemlidir.

Bu durum, hisse tahmininin 6nemli bir konu haline gelmesine yol agmaktadir [1].

Bu calismada, hisse senedi tahmini amaciyla BIST ve NASDAQ borsalarindan
secilen hisseler analiz edilmistir. Tiirkiye’de borsa islemlerini gerceklestiren tek kurum olan
BIST, iilkenin finans piyasasinin ana merkezi konumundadir [2]. NASDAQ ise uluslararasi
diizeyde en Oonemli borsalardan biri olarak kabul edilir ve kiiresel piyasalarda biiyiik bir

Ooneme sahiptir [3].

Hisse verileri, bir tiir zaman serisidir. Bu nedenle, hisse senedi tahmini de bir zaman
serisi tahmini yapmaktir. Gelecekteki degeri sayisal olarak tahmin etmeye calismak, ayni
zamanda regresyon analizi yapmaktir. Hisse senetleri, diger zaman serilerine gore daha
karmasik ve dogrusal olmayan bir yapiya sahiptir. Bunun nedeni, ekonomik, politik ve

sosyal bircok faktorden ayn1 anda etkilenmeleridir.

Hisse degerini etkileyen en onemli faktorler, makroekonomik ve mikroekonomik
faktorler olarak iki grupta incelenebilir. Makroekonomik faktorler, isletme disindaki genel
ekonomik etkenlerdir. Mikroekonomik faktorler ise isletmenin kendisine 6zgii olan

etkenlerdir [4]. Ne kadar ¢ok faktor hakkinda bilgi edinilir ve bu bilgiler kullanilirsa, o hisse



hakkinda elde edilen bilgi de o kadar artar. Ideal olarak, tiim olas1 faktdrlerin kullanilmas:
gerekir. Ancak hisse senetleri i¢in bu durum miimkiin gériinmemektedir. Ciinkii hisse
senetleri ¢ok fazla faktorden etkilenir. Ornegin, bir iinliiniin bir hisse hakkinda yaptig1 yorum
bile o hissenin degerinde degisikliklere neden olabilir. Unliilerin yorumlar1 gibi pek ¢ok
farkli etken de mevcuttur ve bunlarin hepsine ulagmak neredeyse imkansizdir. Yine de,
miimkiin oldugunca makroekonomik, mikroekonomik ve diger faktdrlerden elde edilen

veriler kullanilarak hisse senetleri hakkinda bilgi edinmek ve islem yapmak miimkiindiir.

Hisse senetlerinin dogrusal olmayan yapisi nedeniyle, tahmin edilebilirligi
konusunda uzmanlar arasinda farkli goriisler bulunmaktadir. Bazi uzmanlar hisselerin
tahmin edilebilecegini savunurken, digerleri bunun miimkiin olmadigin1 6ne stirmektedir.
Tahmin edilebilecegini diislinenler, bu amacla cesitli teoriler, hipotezler ve yontemler
gelistirmistir. Ornegin, Dow teorisi ve rastgele olmayan yiiriiyiis hipotezi bu teoriler arasinda
yer alirken [5, 6], yontemler arasinda makine Ogrenmesi ve yapay zeka gibi giincel
teknolojiler ile teknik analiz ve temel analiz gibi geleneksel yaklagimlar bulunmaktadir.
Buna karsilik, hisselerin tahmin edilemeyecegini savunan uzmanlar da kendi goriislerini
destekleyen teoriler ortaya koymustur. Bu goriislerin basinda, EMH ve rastgele yiiriiyiis
hipotezi gelmektedir. EMH'ye gore, hisse fiyatlart mevcut tiim bilgileri zaten yansittigi i¢in,
gecmis verilere dayanarak gelecekteki degerleri tahmin etmek miimkiin degildir [7].
Rastgele yiiriiyiis hipotezi ise, hisse senetlerinin kisa vadede hangi yonde hareket edeceginin

tamamen rastgele oldugunu ve bu nedenle tahmin edilemeyecegini iddia etmektedir [8].

Gilintimiizde yapay zekanin bir alt kiimesi olan YSA, zaman serisi tahmininde sik¢a
kullanilmaktadir. YSA, insan beynindeki biyolojik sinir hiicrelerinin ¢alisma seklinden
esinlenerek tasarlanmistir. Bu aglardaki temel sinir hiicreleri, disaridan gelen bilgileri farkli
girdiler olarak alir. Her bir girdi, kendine 6zgli bir agirlikla ¢arpilarak islenir ve islem
elemanina iletilir. Gelen ¢arpimlarin tiimii toplanir ve bu toplam, hiicrenin dogrusal olmayan
bir aktivasyon fonksiyonu ile iglenir. Sonug, o sinir hiicresinin ¢iktisidir ve diger hiicrelere
veri olarak iletilir. Birgok sinir hiicresinin (algilayicilarin) bir araya gelmesiyle YSA
olusturulur. Bu aglarin 6grenebilmesi icin veri setleriyle egitilmeleri gerekmektedir.
Ogrenme tamamlandiginda, tahmin, siniflandirma veya veri analizi gibi 6zel gérevlerde
kullanilabilirler. YSA'lar, goriintii isleme, oneri sistemleri, konusma tanima, dil ¢evirisi ve

zaman serisi tahmini gibi bir¢cok alanda yaygin olarak kullanilir [9].

YSA, bir tir makine 6grenmesi yontemi olmasia ragmen, geleneksel makine

O0grenmesi yontemlerinden, ornegin dogrusal regresyon, karar agaglar1 ve rastgele orman



gibi yontemlerden bazi Onemli farklara sahiptir. Bu farklardan biri, geleneksel ML
modellerinin istatistiksel tekniklere dayanarak, onceden belirlenmis kurallar ve kaliplara
gore verilerdeki desenleri tanimaya calismasidir. YSA, verilerdeki desenleri 6grenerek
tanimaya yonelik tasarlanmistir. YSA, 6nceden tanimli kurallar yerine, biiylik veri setlerini
isleyerek ve noronlar arasindaki baglantilarin agirliklarini ayarlayarak, kaliplari 6grenir ve

dogru tahminlerde bulunur.

Sinir aglarindaki 6grenme siireci, noronlar arasindaki baglantilarin agirliklarini
isledikleri verilere gore ayarlamayi icerir. Bu ayarlama, hatalarin agirliklar1 geri dogru
yayilarak giincellendigi geri yayilim adi verilen bir yontemle yapilir. Buna karsilik, karar
agaclar1 veya destek vektor makineleri gibi geleneksel makine dgrenmesi algoritmalari,
farkli optimizasyon teknikleri kullanir, 0rnegin acgézlii algoritmalar veya digbiikey
optimizasyon. Sinir aglarinin uyarlanabilirligi, daha fazla veri saglandik¢a performanslarinin

iyilesmesini saglar.

Sinir aglari, 6zellikle derin 6grenme modelleri, ¢ogu geleneksel makine 6grenmesi
algoritmasindan daha karmagsiktir. Bu karmasiklik, verilerdeki karmasik iliskileri
modellemelerine olanak tanirken, ayn1 zamanda daha fazla hesaplama giicii gerektirir ve
asir1 uyum (overfitting) riskini artirir. Geleneksel algoritmalar ise genellikle daha basittir, bu
da onlar1 daha hizli egitilebilir ve daha kolay anlasilir hale getirir. Ancak, karmasik desenleri

sinir aglari kadar etkili bir sekilde tespit edemeyebilirler.

Pratikte, sinir aglar1 bilgisayarla gérme ve dogal dil isleme gibi alanlarda devrim
yaratmis ve birgok gorevde geleneksel algoritmalardan ¢ok daha basarili olmustur. Ancak,
geleneksel makine 6grenmesi algoritmalari, yapilandirilmis veri analizi ve agiklanabilirligin

daha 6nemli oldugu durumlarda hala olduk¢a etkilidir.

Hisse tahmininde gelecekteki sonuglarin dogru bir sekilde tahmin edilmesi 6nemli
oldugu i¢in, YSA genellikle geleneksel makine 6grenmesi yontemlerine tercih edilmektedir.
Ayrica, hisse senedi verileri arasindaki karmasik iligkileri analiz etme konusunda, YSA'nin
dogrusal olmayan aktivasyon fonksiyonlari, katmanlar1 ve bu katmanlardaki algilayicilar
daha etkili bir sekilde calismasimni saglar. Ancak, YSA'y1 olustururken kullanilan bu

parametrelerin dikkatlice se¢ilmesi gerekmektedir.

Hisse senedi tahminlerinde yaygin olarak kullanilan YSA modellerinden biri, MLP
modelidir. MLP, bir giris katmani, bir veya daha fazla gizli katman ve bir ¢ikt1 katmanindan

olusur. Bu katmanlar, her katmandaki noéronlarin, bir sonraki katmandaki ndronlarla



tamamen baglantili oldugu noronlardan ya da digiimlerden olusur. Giris katmanindaki
diigiimler, bagimsiz degiskenleri temsil eder. Her gizli katman, girdilerin agirlikli toplamini
hesaplayarak dogrusal olmayan bir doniisiim uygular ve bu verileri ¢ikt1 katmanina ileterek
sonucu hesaplar. Cikt1 diiglimleri ise sistemin verdigi sonuca gore istenen ¢ikis degerlerini

temsil eder [10, 11]. Bu ¢alismada MLP ile denemeler yapilmistir.

Sinir agindaki gizli katman sayisi, ¢6zlilmek istenen probleme gore belirlenir. Bazi
problemler sadece bir gizli katman gerektirirken, bazilar1 birden fazla gizli katman ihtiyaci
duyabilir. Arastirmalar, ¢cok fazla gizli katmana sahip aglarin, sadece bir veya iki gizli
katmana sahip aglardan daha iyi sonuglar vermedigini ortaya koymustur [12]. Bu nedenle,
bu calismada kullanilan MLP modeli, iki gizli katmana sahip olacak sekilde tasarlanmistir.
Ancak, bu katmanlardaki diigiim sayisin1 se¢gmek oldukc¢a zordur ¢linkii yanlis se¢imler, asirt
uyum veya yetersiz uyum (underfitting) gibi problemlere yol acabilir. Bu da agin

verimliligini ve islem siiresini olumsuz etkiler [13].

Gizli katmanlardaki diigiim sayisi, agin verimli ¢alisabilmesi i¢in ¢ok dnemlidir.
Eger gizli katmanda ¢ok az diiglim varsa, YSA verileri dogru sekilde isleyip kullanmak i¢in
yeterli kapasiteye sahip olamayacaktir ve yetersiz uyuma sebep verecektir. Diger taraftan,
¢ok fazla diigim olmasi durumunda ise ag, giris verilerindeki desenleri ezberleyebilir ve bu
da agin yeni veriler lizerinde dogru tahminler yapma yetenegini zayiflatir. Bu durum ise asir1
uyuma sebep olabilir. Genellikle, gizli katmandaki en uygun diigiim say1si, deneme-yanilma

yontemiyle bulunur.

Asir1 uyum, gizli katmanlardaki diigiim sayisinin ¢oziilmek istenen problemin
karmasikligina gore ¢ok fazla oldugunda meydana gelir. Bu durumda ag, asir1 derecede
egitilir ve bu da agin islem siiresini olumsuz etkiler. Asir1 uyum, agin egitim verilerini ¢ok
1yl ezberlemesi sonucu, test verilerine genelleme yapabilme yetenegini kaybetmesine yol

acar [13].

Yetersiz uyum, agdaki gizli katmanlardaki diigiim sayisinin, ¢oziilmesi gereken
problemin karmasikligina gére az oldugu durumlarda meydana gelir. Bu durumda ag,
problemi yeterince iyi ¢ozemez. Bu, yetersiz egitim olarak da adlandirilir ve agmn
verimliligini olumsuz sekilde etkiler. Boyle bir durumda agin islem siiresi ¢ok diisiik olur ve

verimsiz sonuglar ortaya ¢ikar [13].

Bahsedilen bu iki durumundan dolay1 bu ¢alismada farkli sayida digiim sayilar

denenmis ve karsilastirilmistir.



MLP ig¢indeki bir diger dnemli parametre, aktivasyon fonksiyonunun secilmesidir.
Dogru aktivasyon fonksiyonunun segilmesi, agin genel performansi iizerinde biiyiik bir
etkiye sahiptir. Aktivasyon fonksiyonu, bir sinir hiicresinin ¢iktisini hesaplar ve tiirevi, geri
yayllim algoritmasinda kullanilir. YSA’da, parametrelerin dogrusal olmayan karmagik
fonksiyonlarini etkili bir sekilde ele alabilmek i¢in aktivasyon fonksiyonu ¢ok dnemlidir.
Aktivasyon fonksiyonunun temel gorevi, YSA'daki her diiglimiin durumunu belirlemektir.
Aktivasyon fonksiyonu segmeden Once, her fonksiyonun 6zelliklerini, agin ihtiyaclarina
gore dikkatlice incelemek gerekir. Aktivasyon fonksiyonunun monotonlugu, tiirevleri ve
araligi, bu se¢imde dikkate alinmasi gereken dnemli 6zelliklerdir [14]. Bu ¢alismada farkli

aktivasyon fonksiyonlar1 denenmis ve performanslari karsilagtirilmistir.

Hisse senedi tahmini i¢in yaygin olarak kullanilan bir diger YSA modeli de
LSTM’dir. LSTM, bir tiir RNN'dir ve gradyan kaybolmasi gibi yaygin bir soruna karsi
gelistirilmistir. Veriler sirali oldugunda, genellikle RNN kullanilir. RNN'nin temel yap1 tasi,
gizli bir durumu saklayan ve her zaman adiminda giincellenen bir yinelemeli birimdir. Bu
geri bildirim dongiisii, agin ge¢mis girdilerden 6grenmesini ve bu bilgiyi mevcut isleme
dahil etmesini saglar. Ancak RNN'leri egitmek daha karmasiktir, ¢linkii tim zaman
adimlarinda gradyanlar toplanir ve bu da gradyanin kaybolmasina yol agabilir. Bu nedenle,
uzun dizilerle c¢alisirken standart RNN'ler verimli olamaz. LSTM, bazi gradyanlarin
bozulmadan ge¢mesine izin vererek bu sorunu ¢ézer. LSTM'lerin egitimi, MLP'lere gore
daha fazla hesaplama giicli gerektirir, ¢iinkii yalnizca mevcut zaman damgasindaki verileri
degil, gecmisteki verileri de hafizasinda tutar. Bu 6zellik, ge¢mis verilere bagli olarak daha
dogru tahminler yapabilmesini saglar, bu yilizden hisse senedi tahminlerinde sikga tercih

edilir [15]. Bu sebeple bu ¢alismada LSTM ile denemeler de yapilmistir.

Y SA uygulamalarinin yaziminda bir¢ok yardimcei program bulunmaktadir. Bunlarin
arasindan yillardir diinya ¢apindan bir¢ok arastirmacinin kullandigt MATLAB bir¢ok
Ozelligi ile oOne ¢ikmaktadir [16]. Bu g¢alismada da uygulama platformu olarak

kullanilabilirligi ve olanaklar1 sebebiyle bu uygulama tercih edilmistir.

Bu tezde, YSA kullanarak borsada islem goren hisselerin gelecekteki deger ve
yoniinii tahmin etmeye yonelik bir zaman serisi tahmini yapilacaktir. Farkli algilayic
sayilari, aktivasyon fonksiyonlari, zaman ¢ergeveleri, modeller ve hisse verilerini olusturan
degiskenlerin frekanslarindaki farkliliklarin etkileri incelenip degerlendirilerek analiz
edilecektir. Caligmanin amaci, hisse senedi tahmini gibi karmagik durumlar i¢in YSA

parametrelerinin se¢iminde karar destek sistemlerinin olusturulmasina katki saglamaktir.



Hisse tahmini i¢in YSA kullanilarak yapilan oOnceki ¢alismalarin detayli bir
incelemesi bir sonraki boliimde sunulmustur. Bu incelemeden elde edilen bulgulara gore,
daha onceki calismalarda 6nemli 6zelliklerin hepsi bir arada test edilmemistir. Cogunlukla
yalnizca farkli modeller, diigiim sayilari, aktivasyon fonksiyonlari, farkli frekansta
degiskenler, farkli zaman cergeveleri, sonuglarin MAPE ile EDOC kullanilarak
karsilagtirilmasi gibi bir veya birkag 6zellik denenmistir. Bu ¢alismada ise tiim bu 6zellikler

ayrintili bir sekilde test edilip karsilastirilacak ve boylece literatiire katki saglanacaktir.

[k boliimde, bu ¢alismanin yapilmasinin gerekcesi, amaci, kapsami ve kullanilacak
yontemler agiklanmustir. ikinci boliimde, daha énce yapilan benzer ¢alismalar ele alinmustir.
Ugiincii boliimde hisse senetleri ve bunlarin tahmin edilebilirligi hakkinda bilgi verilmistir.
Dordiincii boliimde ise yapay sinir aglart teorisi ve kullanimi detaylandirilmistir. Besinci
boliimde yapilan uygulama ile ilgili ayrintilar sunulmustur. Altinc1 boliimde elde edilen
sonuclar paylasilmis, yedinci boliimde ise bu sonuglar yorumlanmistir. Sekizinci boliimde
ise genel sonuclar ve dneriler yer almaktadir. Kaynake¢a ve 6zgegmis tezin sonunda, Tiirkce

ve Ingilizce 6zetler ise basinda yer almaktadir.



2. LITERATUR TARAMASI

YSA kullanarak yapilan bir¢cok hisse senedi tahmini c¢aligmasi bulunmaktadir.
Ancak, bu ¢aligsmalarin sayisinin ¢ok fazla olmasi nedeniyle hepsinden bahsetmek miimkiin
degildir. Ayrica, alandaki siirekli gelismeler nedeniyle, en giincel ¢alismalarin incelenmesi
daha 6nemlidir. Bu yiizden bu bdliimde, son bes yil i¢inde 6nde gelen dergi ve yayinlarda

yer alan bazi dnemli ¢aligmalar incelenmis ve 6zetlenmistir.

[17]°de, CNN, RNN ve LSTM modelleri, bir sonraki giiniin kapanis degerini tahmin
etmek amaciyla kargilagtirilmistir. Kullanilan veriler, 3 Temmuz 1997 ile 24 Ocak 2022
arasindaki Shanghai Composite Index'inin 6 parametreden olusan verilerini icermektedir.
Egitim i¢in ilk 4751 giin, dogrulama ve test i¢in ise son 1190 giin kullanilmigtir. CNN
modeli, 1D zaman serisi verilerini islemek icin tasarlanmistir. Hem LSTM hem de RNN
modelleri, tek bir gizli katmandan olusmakta ve bu katmanda 64 tiniteden olugmaktadir. Tiim
modellerde aktivasyon fonksiyonu olarak tanh fonksiyonu kullanilmistir. Egitimde ADAM
iyilestirici, MAE kayip fonksiyonu ve yigin biiyiikliigii olarak 64 se¢ilmistir. Tahminler ile
gercek degerler MAE ve RMSE metrikleri ile karsilagtirilmistir. Calisma sonunda, tek
katmanli RNN modelinin, diger hibrit ve sade modellere gore daha iyi sonu¢ verdigi

gozlemlenmistir.

Bir diger calisma olan [18]’de, dokuz NYSE hissesinin aylik kapanis degerlerinin
hareket yonti, farkli diiglim ve katman sayilartyla yapilandirtlmis MLP, RNN ve LSTM sinir
aglar1 kullanilarak tahmin edilmistir. Calisma, 1971 ile 2015 yillar1 arasindaki giinliik
kapanis degerlerinden olusan bir veri setini kullanmistir. Veri seti, egitim ve test i¢in ikiye
ayrilmistir. Sinir agi, her yil, dnceki bes yilin verileriyle egitilmistir. Yapilan analizlerde,
hisse senetlerinin fiyat artis veya azalig yoniinii tahmin etme dogrulugu ortalama %50 olarak

hesaplanmuistir.

[19]’da, MLP, RNN, LSTM ve diger modeller, Cin'in A hisse senedi borsasindaki
komiir, fotovoltaik ve enerji sektorlerindeki hemen hemen tiim sirketlerin ertesi giinkii
kapanis degerlerini tahmin etmek i¢in karsilastirilmistir. Calismada, 20 Mayis 2014 ile 31
Aralik 2021 tarihleri arasindaki veriler kullanilmistir. Bu veriler, farkli frekanslara sahip ve

ticaret verilerinden hesaplanan 20 teknik istatistikten olusmaktadir. Son 500 giine ait veriler



test i¢in ayrilirken, geri kalan veriler egitim i¢in kullanilmistir. Sonuglar MAE ve MAPE
kullanilarak karsilastirilmistir. Elde edilen sonuglara gore, tekli modellerin MAPE degerleri
2 ile 17 arasinda degismis olup, LSTM modelinin digerlerinden daha iyi performans

gosterdigi belirlenmistir.

[20]'de MLP ve LSTM gibi ¢esitli teknikler kullanilarak Fas Hisse Senedi Endeksi
(MSI 20) giinliik kapanis degerleri tahmin edilmistir. Caligma, 18 Aralik 2020 ile 9 Subat
2023 arasindaki verilere dayanmakta olup, veriler giinliik agilis, en yiiksek, en diislik ve
kapanis fiyatlarini icermektedir. Verilerin ilk %90' egitim i¢in, geri kalan %10'u ise test igin
ayrilmigtir. Modellerin en uygun parametrelerini belirlemek i¢in 1zgara arama algoritmast
kullanilmistir. Egitim ve test veri kiimeleriyle egitilen modellerden tahminler tiretilmis ve
elde edilen tahminler, gercek degerlerle MAPE kullanilarak karsilagtirilmistir. Sonuglara
gore, MLP modeli hem egitim hem de test verilerinde LSTM modelinden daha iyi

performans gostermistir.

[21]'de, ARIMA ve LSTM modelleri, diinyanin en degerli hisselerinden biri olan
NVIDIA'nin ertesi giin kapanis degerini tahmin etmek ic¢in karsilastirilmistir. Calismada
kullanilan veriler, 12 Agustos 2013 ile 11 Agustos 2023 arasindaki giinliik kapanis
degerlerini igermektedir. LSTM modeli, bir gizli katmandan olugsmakta ve bu katmanda 32
LSTM hiicresi bulunmaktadir. ARIMA modeli ise 4, 1, 2 parametrelerine sahipti. Veriler 5
giinliik dilimler halinde kullanilarak, sonraki giiniin kapanig degeri tahmin edilmistir. Bu
islem, tiim olas1 giinlerde tekrarlanmig ve tahmin edilen degerlerle gercek sonuglar RMSE
kullanilarak karsilagtirilmistir. Sonuglara gore, LSTM modeli ARIMA modelinden daha iyi

performans sergilemistir.

[22]'de, CNN ve LSTM modelleri birlestirilerek, on bir uluslararasi borsa indeksinin
ertesi giin kapanis degerinin hareket yonii tahmin edilmeye calisilmistir. Kullanilan veriler,
4 Ocak 2010 ile 29 Aralik 2017 arasindaki giinleri kapsamaktadir. CNN modeline gelen
veriler 3D formatinda islenip, bir sonraki katman olan LSTM modeline iletilmistir. LSTM
katmaninda ise farkli sayilarda hiicrelerle denemeler yapilmistir. Sonuglar kesinlik
(precision), duyarlilik (recall), dogruluk (accuracy) ve F1 skoru (F1-score) gibi dlgiitlerle
degerlendirilmistir. Elde edilen sonuglara gore, onerilen model diger modellere gore daha

Iyi performans gostermistir.

[23]'te, hisselerin giinliik verileri ile haberler birlestirilerek, ertesi giin sonundaki yon

tahmini yapilmaya ¢aligilmistir. Bu amagla MLP, LSTM, GRU ve bunlarin kombinasyonlari



kullanilmistir. Calismada, 85 hissenin 1 Ocak 2014 ile 1 Ocak 2016 arasindaki verileri
kullanilmistir. Verilerin ilk %80’1 egitim i¢in, kalan %20’si ise test i¢in ayrilmistir. Sonuglar
kesinlik, duyarlilik, dogruluk ve F1 skoru gibi Olglitlerle karsilastirilmistir. Elde edilen
sonuglara gore, onerilen hibrit modelin, LSTM ve GRU’nun tek basina kullanilmasina

kiyasla daha iyi performans gosterdigi goriilmiistiir.

[24]'te, iki hissenin giinliik, aylik ve yillik zaman periyotlar1 sonunda alacagi degerler
tahmin edilmeye c¢alisilmistir. Bu amacgla LSTM, NN+RF, NN+MLP gibi klasik ve
kombinasyon modelleri kullanilmis ve karsilastirilmistir. Verilerin baz1 degiskenleri, diger
verilere dayali olarak tiiretilmis ve ayrica haberlerden de veri elde edilerek tiim verilere dahil
edilmistir. Glinliik tahminler i¢in kullanilan veriler 1 Ocak 2019 ile 1 Aralik 2020 arasindaki
donemi kapsarken, aylik tahminler i¢in veriler Ocak 2020’den Aralik 2020°ye kadar olan
donemi igermektedir. Yillik tahminler i¢in ise 2000 sonrasi veriler kullanilmistir.
Tahminlerin  dogrulugu, ger¢ek sonuglarla karsilastirlarak MSE  Olgiiti  ile
degerlendirilmistir. Sonuglar, dnerilen modelin diger modellere gore daha basarili oldugunu

gostermektedir.

[25]’te, Nike, Goldman Sachs, Johnson & Johnson, Pfizer ve JP Morgan Chase &
Co.mun bir sonraki giin kapanis degerleri, YSA ve RF modelleri kullanilarak tahmin
edilmistir. Bu tahminler daha sonra gercek kapanis degerleriyle karsilagtirilmistir. Veri seti
Yahoo Finance'ten alinmis olup, 4 Mayis 2009 ile 5 Mayis 2019 arasindaki donemi
kapsamaktadir. Verilerin ilk 8 y1l1 egitim amaciyla, son 2 yil1 ise test amaciyla kullanilmigtir.
Kullanilan YSA modeli, sirasiyla 6-3-1 diigiim yapisina sahip katmanlardan olugsmaktadir.
Veriler, her bir sirketin hisse senedinin borsada iglem gordiigii giinlerdeki agilis, en yiiksek,
en diisiik ve kapanis degerlerini iceren finansal verilerden olusturulmustur. Tahminler,
gercek verilerle RMSE ve MAPE olgiitleri kullanilarak karsilagtirilmistir. Sonuglar, YSA
modelinin RF modelinden daha basarili oldugunu gostermektedir. Yapilan bes sirket igin

Y SA ile yapilan tahminlerin MAPE degerleri, 0,7 ile 1,09 arasinda degismistir.

Yapilan oOnceki caligmalarda, hisse senedi tahminiyle ilgili farkli yontemler ve
denemeler gerceklestirilmistir. Cogu caligmada tek bir YSA modeli kullanilmisken, bazi
arastirmalar farkli modelleri karsilagtirarak degerlendirme yapmistir. Ayrica, bazi ¢aligmalar
farkli diiglim sayilari, aktivasyon fonksiyonlar1 gibi degiskenleri deneyerek sonuglari
incelemistir. Cogunlukla, hisse senetlerinin gelecekteki degerleri regresyon yontemleriyle
tahmin edilmistir. Bu ¢alismalardan bir kismi1 sadece gelecekteki degere yakinsama iizerine

odaklanirken, bir kismu1 ise hisse senedinin gelecekteki yoniinii de tahmin etmeye calismigtir.



Veriler genellikle giinliikk hisse senedi degerlerinden olusmus olsa da, bazi galismalarda
haftalik, aylik veya geyreklik veriler de kullanilmistir. Tahminlerin dogrulugu genellikle
regresyon analiziyle degerlendirilmis ve MAPE, RMSE gibi yontemler kullanilmistir. Yon
tahminlerinde ise kesinlik, duyarlilik, dogruluk ve F1 skoru gibi parametreler tercih
edilmistir [26]. Baz1 ¢alismalar, gergek degerlerle olduk¢a yakin sonuglar elde ederken,
bazilar1 ise beklenen dogruluga ulasamamistir. Farkli ¢caligsmalarin farkli sonuglar almast,
hisselerin farkli iilkelerde ve borsalarda tahmin edilebilirliginin degisken oldugunu
gostermektedir. Ayrica, ¢alismalar farkli zaman vadeleri sonrasindaki degerleri tahmin
etmeye calismistir. Cogunlukla, hisse senetlerinin bir sonraki islem giinii sonundaki degeri
tahmin edilmeye calisilmistir, ancak bazi ¢aligmalar haftalik, aylik veya yillik tahminler
yapmay1 hedeflemistir. Onceki ¢alismalarda dikkati ceken bir diger nokta ise, ayn1 hisse
senedinin farkli zaman vadeleri sonundaki alacagi degerlerin tahminlerinin sonuglarinin
farkli olmasidir. Bu durum, hisse senetlerinin zamanla dalgalanmasinin, onlarin dogrusal

olmayan dogasini ortaya koymaktadir.

Bu calisma, literatiire farkli acilardan katki saglamayr hedeflemektedir. BIST ve
NASDAQ borsalarindan segilen hisselerin, ¢esitli zaman vadesi sonlarinda alacaklari
degerlerin tahmini yapilmaya galisilacaktir. Veriler, hem diisiik hem de yiiksek frekansh
degiskenleri icermektedir. Calismada hem MLP hem de LSTM modelleri kullanilmistir.
MLP, farkli aktivasyon fonksiyonlar1 ve degisik sayida algilayici ile test edilmistir.
Tahminler, hem regresyon analizi hem de gelecekteki yon tahmini agisindan yapilmustir.
Regresyon analizi i¢in MAPE, yon tahmini i¢in ise kesinlik, duyarlilik, dogruluk ve F1 skoru
gibi metrikler kullanilmistir. Boylece, farklt YSA modellerinin hisse tahminindeki basarilari,

cesitli parametreler ve zaman vadelerinde karsilagtirilmigtir.
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3. HISSE SENEDININ TAHMIN EDILEBILIiRLIiGI

Hisse senetlerinin tahmin edilip edilemeyecegi konusunda ¢esitli goriisler
bulunmaktadir. Bu goriislerden, hisselerin tahmin edilemeyecegini savunan iki 6nemli
hipotez, rastgele yiirliylis hipotezi ve etkin piyasalar hipotezidir [7, 8]. Bu goriislere karsi
olarak, hisselerin tahmin edilebilecegini savunan rastgele olmayan yiiriiyiis hipotezi ve yiiz

yilt askin siiredir kullanilan Dow teorisi gibi farkli yaklasimlar da mevcuttur [5, 6].

Hisselerin tahmin edilebilecegini savunanlar, genellikle temel analiz ve teknik analiz
gibi iki geleneksel yontemi kullanir [27, 28]. Bunun yani sira, son yillarda YSA ile yapilan
tahminler de giderek daha popiiler hale gelmistir [29].

Bu boliimde, hisse senetleri ve bunlarin iglem gordiigii borsalar agiklanmais, ayrica bu
calismada kullanilan ve hisse senetlerini etkileyen degiskenler sunulmustur. Ayrica,
uzmanlar tarafindan ortaya atilan rastgele yiiriiyiis hipotezi, etkin piyasalar hipotezi, rastgele
olmayan yiiriiyiis hipotezi ve Dow teorisi gibi goriislerden bahsedilmistir. Bunun yani sira,

teknik ve temel analiz yontemleri de ele alinmis ve YSA ile karsilastirilmistir.

3.1 Borsa

Borsa, hisse senetleri ve diger yatirim araglarinin belirli kurallar ¢ergevesinde alinip
satildig1 bir pazar olarak tanimlanabilir. Bu islemler, genellikle yliz yiize yapilmaz; yerine
araci kurumlar devreye girer. Alim satim islemleri, arz ve talep iliskisine dayanir; yani bir
iriiniin satilabilmesi i¢in alicisinin da olmasi gerekir. Borsa islemleri ¢ogunlukla hisse
senetleri iizerinden yapilir. Tipik bir borsa islemi, hisse senedinin degerlenmeden Once

alinip, degerlendirildikten sonra satilarak kar elde edilmesidir [4].

Hisse senetleri, sermaye sirketlerinin ortaklik hakkini ve pay oranimi belgeleyen
degerli kagitlardir. Borsada en yaygin islem goren yatirim araglaridir. Hisse senetlerinin
degerleri, arz ve talebe bagli olarak siirekli degisir. Kolayca alinip satilabilen bu senetler,

uzun, orta ve kisa vadeli yatirimlar i¢in yatirimeilar tarafindan tercih edilir [4].

Tiirkiye'de borsa faaliyetini yiiriiten tek kurum, 1985 yilinda Istanbul Menkul
Kiymetler Borsasi olarak kurulmus ve 2013 yilinda adin1 Borsa Istanbul kisaca BIST olarak

degistirmistir. Ana sahibi, yiizde 80'inden fazla hissesine sahip olan Tirkiye Varlik
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Fonu'dur. islemler Tiirk Liras1 (TL) iizerinden yapilmakta olup, 2024 itibariyla 668 sirket
islem gormektedir [30].

Borsada endeks, bir grup hisse senedinin performansini 6lgmek amaciyla belirli
kurallarla olusturulmus gostergelerdir. Endeks, hisse senedi fiyatlarinda zaman iginde
meydana gelen genel degisimi yansitir. BIST biinyesinde BIST100, BIST50 ve BIST30 gibi
farkli endeksler bulunmaktadir. BIST30 endeksi, Tiirkiye'deki en biiyilk ve en aktif 30
sirketin performansinm1 Olcer. Bu liste her ii¢ ayda bir gilincellenir. BIST30'da yer alan

sirketler, ayn1 zamanda BIST50 ve BIST100 endekslerinde de bulunur [30].

NASDAQ, diinya ¢apinda en 6énemli borsalardan biridir. 1971 yilinda diinyanin ilk
elektronik borsasi olarak faaliyete baglamis ve 1998 yilinda Amerika'da online olarak islem
yapilabilen ilk borsa olmustur. Bugiin, diinyadaki en degerli sirketlerin cogunun hisselerinin
alinip satildigi ve yatirimcilar tarafindan iyi bilinen bir borsadir. Merkezi New York'ta
bulunan bu borsa, Amerika'da islem hacmi bakimindan en biiyilik borsa olup, islem goéren
hisselerin piyasa degerine gore NYSE'den sonra ikinci siradadir. NASDAQ, NASDAQ
Nordic borsa ag1 ve birkag ABD merkezli hisse senedi ile opsiyon borsasinin da sahibi olan
Nasdaq Inc. sirketine aittir. Saglik, finans, eglence, perakende ve gida sektorlerindeki
sirketlerin hisseleri alinip satilmakla birlikte, NASDAQ daha ¢ok teknoloji sirketlerinin
hisselerine odaklanir. Bu borsada islem goren firmalar, cogunlukla Amerika'dan olmakla

birlikte, Cin ve Israil gibi yabanci iilkelerden de birgok sirket yer almaktadir [4].

3.2 Hisse Senedini Etkileyen Faktorler

Hisse senetlerini etkileyen birgok faktor bulunmaktadir. Bunlar arasinda politika,
sosyal medyadaki trendler ve iinlii kisilerin yasadigi olaylar bile yer alabilir. Bunun nedenti,
ekonominin herkese bagli olmas1 ve bu nedenle bir¢ok farkli faktorden etkilenmesidir. Bu
faktorler ¢ok cesitliliktedir, ancak ¢ogu ekonomi agisindan iki ana kategoriye ayrilabilir:

makroekonomik ve mikroekonomik faktorler [32].

Makroekonomik faktorler, bir isletmenin disindan kaynaklanir ve tiim piyasadaki
sirketleri etkiler. Bu faktorlere drnek olarak GSYIH, perakende satislar, ekonomik biiyiime
orant, issizlik oranu, tiiketici ve iiretici enflasyonu (TUFE ve UFE), tiiketici giiven endeksi,
cari islemler dengesi, biitgce dengesi, faiz oranlari, enflasyon, tarim dis1 istthdam, USD/TL

kuru, para arzi, petrol fiyatlari ve sanayi tiretim endeksi gibi gostergeler verilebilir [33].
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Mikroekonomik faktdrler, bir isletmeye 0zgli etkenlerdir. Bunlara 6rnek olarak
sirketin finansal durumu, yonetim yapisi, sermaye artirimi, kar dagitim politikasi, icerden
Ogrenenlerin ticareti (insider trading), sektdrdeki yeri ve pazar payi, finansal tablolarin

kalitesi, sirketin hisse senetlerinin mali degerleri ve risk diizeyleri verilebilir [33, 34].

Bu faktorler, ekonomi analizi yaparken kullanilir. Dolayisiyla, hisse senedi tahmini
yaparken bu faktorleri dikkate almak dnemlidir. Daha fazla etkenin kullanilmasi, tahminin
dogrulugunu artiracaktir. Bu nedenle, bu tez calismasinda parametreler secilirken soz

konusu faktorler géz oniinde bulundurulmustur.

3.2.1 Cahismada kullamlan makroekonomik veriler

Bu calismada kullanilan makroekonomik faktorler arasinda GSYIH, faiz orani, altin
fiyati, petrol fiyati, ABD Dolar Endeksi, NASDAQ Endeksi, BIST100 Endeksi ve USD/TL
kuru bulunmaktadir [4, 31, 32]. Bunlar1 agiklamak gerekirse, 6ncelikle GSYIH, bir iilkede
li¢ ay, alt1 ay veya bir y1l gibi belirli bir donemde yerlesik iiretim birimleri tarafindan tiretilen
nihai mal ve hizmetlerin, cari fiyatlar {izerinden toplam piyasa degerini ifade eder. Bu
caliymada GSYIH verisi, ABD Merkez Bankasi tarafindan her {i¢ ayda bir yayimlanan

verilerden alinmustir.

Ikinci olarak, faiz orani, 6diing verilen veya alinan ana para iizerinden belirli bir
donemde 6denmesi gereken faiz miktarini ifade eder. Odiing alinan veya verilen paranin
tizerindeki toplam faiz, ana paraya, faiz oranina, bilesik faiz sikligina ve paranin 6diing
verildigi veya alindig1 silireye baglidir. Bu c¢alismada kullanilan faiz orani verisi ABD

Merkez Bankasi'nin aylik olarak yayimladig: verilere dayanmaktadir.

Ugiincii olarak, altin fiyatlarinin ekonomi iizerindeki etkisi, tarih boyunca siiregelen
bir olgudur. Altinin uzun siire bozulmadan kalabilmesi, diger maddelerle etkilesime
girmemesi bu durumu agiklayabilir. Ayrica, iilkeler varliklarini degerlendirirken sahip
olduklari altin rezervlerini de goz oniinde bulundururlar. Tiim bu nedenlerle, altin fiyatinin

haftalik degeri bu calismaya dahil edilmistir [35].

Dordiincii sirada yer alan petrol fiyati, genellikle bir varil (159 litre) ham petroliin
spot fiyatin1 ifade eder. Bu fiyat, Bat1 Teksas Ara Petrolii, Brent Ham Petrolii, Dubai Ham
Petrolii, OPEC Referans Sepeti gibi farkli petrol tiirleri igin bir referans noktasidir. Petrol
fiyatlar, bir iilkenin yerel {iretiminden ziyade, kiiresel arz ve talep dengesine gore belirlenir.

Bu caligmada, bu degiskenin giinliik verileri kullanilmistir.
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Besinci olarak, ABD Dolar Endeksi, ABD dolarinin bir grup yabanci para birimine
kars1 degerini gosteren bir endekstir. Bu endeks, ABD'in ticaret ortaklarinin para
birimlerinin olusturdugu bir sepeti temel alir. ABD dolar1 diger para birimlerine kars1 deger
kazandikc¢a, endeksin degeri yiikselir. Bu ¢alismada, bu degiskenin giinliikk verileri

kullantlmistir.

Altinct siradaki NASDAQ Endeksi, NASDAQ borsasinda islem goren neredeyse
tiim hisse senetlerini kapsayan bir endekstir. Dow Jones Endiistri Ortalamasi ve S&P 500 ile
birlikte, Amerika Birlesik Devletleri'ndeki en ¢ok izlenen li¢ borsa endeksinden biridir. Bu

calismada, bu endeksin giinliik verileri kullanilmistir.

Bir sonraki degisken olan BIST100, Tiirkiye'deki en 6nemli hisse senedi endeksidir.
BIST100, Istanbul Borsasi'nda islem goren en biiyiik 100 sirketin hisse senedi fiyatlarinin
performansini gosterir. Bu nedenle, Tiirkiye'nin en giivenilir hisselerini (blue chips) temsil
eder ve Tiirk hisse senedi piyasasinin lider endeksidir. Calismada bu endeksin giinliik verileri

kullanilmistir.

Son olarak, USD/TL d6viz kuru, Amerikan Dolari ile Tiirk Liras1 arasindaki degisim
oranini gosterir. Bu oran, para birimlerinin uluslararast degeri hakkinda bilgi verdigi i¢in

olduk¢a 6nemlidir. Calismada bu degiskenin giinliik verileri kullanilmistir.

3.2.2 Calismada kullamlan mikroekonomik faktorler

Bu calismada kullanilan makroekonomik faktorler arasinda piyasa degeri, hasilat,
briit kar, net gelir, FAVOK, FVOK, hisse basina kazang, toplam varliklar, toplam
yiikiimliiliikler, hissedar 6z sermayesi, net nakit akisi1 ve hisse senedi bazli tazminat yer
almaktadir [4, 32-34]. Bu degiskenlerden sadece piyasa degeri giinliik verilerle kullanilirken,
diger tiim veriler ilgili sirketler tarafindan agiklanan ¢eyrek (ii¢ aylik) raporlardan alinmistir
[36].

Bunlan agiklamak gerekirse, oncelikle piyasa degeri bir sirketin veya varligin
finansal piyasada ne kadar degerli oldugunu gosteren bir dlgiittiir. Bir sirketin piyasa degeri,
dolasimdaki hisse senedi sayisi mevcut hisse fiyatiyla garpilarak bulunur. Bu deger piyasa
katilimcilar tarafindan belirlenir ve genellikle piyasa kapitalizasyonu olarak da adlandirilir.

Bu veriler Is Bankas1 Yatirim’dan alinmstir [37].
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Ikinci degisken olan hasilat, bir isletmenin temel faaliyetlerinden elde ettigi toplam
geliri ifade eder. Genellikle "ticari gelir" veya "ciro" olarak adlandirilir ve mal ve hizmet

satislarindan elde edilen gelirleri kapsar.

Briit kar, sirketin mal veya hizmet iiretimi ve satis1 i¢in yaptig1 maliyetleri ¢ikardiktan
sonra kalan kazanctir. Briit kar, hasilattan satilan mallarin maliyetinin ¢ikarilmasiyla

hesaplanir.

Net gelir, bir sirketin belirli bir donem i¢in, satislardan elde ettigi gelirden, satilan

mallarin maliyeti, giderler, amortisman, faiz ve vergiler diisiildiikten sonra kalan tutardir.

Faiz, vergi, amortisman ve itfa dncesi kazang veya FAVOK, net gelire alternatif bir
karlilikk  Olgiistidiir. Amortisman, itfa, faiz ve vergiler hari¢ tutularak, sirketin

operasyonlarindan elde edilen nakit kér1 temsil etmeye calisir.

FVOK, bir sirketin karlihigmi gosteren bir baska olgiittiir. Bu, vergi ve faiz giderleri
harig, gelirden yapilan giderlerin ¢ikarilmasiyla hesaplanir. FVOK, isletme kazanci veya

isletme kar1 olarak da adlandirilabilir.

Hisse basina kazang, sirketin net gelirinin, tedaviildeki toplam hisse senedi sayisina

boliinmesiyle hesaplanan ve her bir hisse senedinin kazancini gésteren bir lgiittiir.

Toplam varliklar, bir sirketin sahip oldugu tiim varliklarin defter degerlerinin
toplamini ifade eder. Net degerli borg sozlesmelerinde sikca kullanilir. Amortisman sonrasi

varliklarin degeri toplam varliklara dahil edilir.

Toplam yiikiimliiliikler, sirketin veya bireyin dis taraflara olan borglart ve
yiikiimliliiklerini ifade eder. Bu, bilangcoda toplam varliklardan ¢ikarilarak 6z sermaye

hesaplanir.

Hissedar 6z sermayesi, bir sirketin net degeridir ve sirket tasfiye edilip tiim borg¢lar
Odendikten sonra hissedarlara iade edilecek toplam tutar olarak tanimlanir. Hissedar 6z

sermayesi, toplam varliklardan toplam yiikiimliiliiklerin ¢ikarilmasiyla hesaplanir.

Net nakit akisi, bir sirketin belirli bir siire iginde, sirkete giren ve ¢ikan para

arasindaki farktir.

Hisse senedi bazli tazminat, sirketin ¢alisanlarina sermaye sahipligi haklar1 vererek,
yonetim, hissedarlar ve ¢alisanlarin ¢ikarlarini uyumlu hale getirmek amaciyla yapilan

odiilleri ifade eder [32].
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3.3 Rastgele Yiiriiyiis Hipotezi

Rastgele yiiriiyiis hipotezi, varlik fiyatlarindaki degisikliklerin tamamen rastgele
oldugunu savunur. Bu hipoteze gore, hisse senedi fiyatlarindaki hareketler, ongoriilemeyen
olaylardan kaynaklanir. Ornegin, piyasa bir olay karsisinda beklenmedik bir sekilde tepki
verir ve fiyat degisiklikleri, yatirimcilarin bu olay1 nasil algiladigina bagl olarak degisir; bu
da rastgele bir durumdur. Bu goriis, hisse senedi fiyatlarinin tahmin edilemeyecek sekilde
hareket ettigini ve gegmis fiyatlarin, gelecekteki fiyatlar1 tahmin etmek i¢in kullanilmasinin
verimli olmayacagini oldugunu belirtir. Yani, kisa vadeli fiyat degisikliklerinin tahmin
edilemez oldugunu ileri siirer. Ayrica, rastgele yiirliylis teorisi, borsanin verimli oldugunu,
yani piyasada mevcut olan tiim bilgilerin zaten fiyatlara yansidigini kabul eder ve ek risk
almadan piyasay1 yenmenin miimkiin olmadigini 6ne siirer. Bu nedenle, yatirimcilarin aldig:
kararlarin, genellikle hatali analizler ve yanlis yorumlar nedeniyle giivenilir olmadigini
savunur. Bu teori, yatirim danigmanlik hizmetlerinin bir yatirimeinin portfoyiine pek fayda
saglamadigini iddia eder. Hatta bir maymunun, uzmanlar tarafindan segilen bir portfoy kadar

1yi bir se¢im yapabilecegini one siirer [8].

Rastgele yiirliylis hipotezine karst yapilan ana elestiri, piyasa katilimcilarinin
davraniglarinin ve eylemlerinin fiyatlar {izerindeki etkisinin géz ardi edilmesidir. Bu
yaklasim, finansal piyasalarin karmagikligini asir1 derecede basitlestirir. Ayrica, fiyatlarin
yalnizca rastgele degil, faiz oranlarindaki degisiklikler, hiikiimet diizenlemeleri veya

iceriden bilgi ticareti gibi daha az etik faktorlerden de etkilenebilecegi dikkate alinmaz.

Rastgele yiiriiylis teorisi, yatirimcilarin piyasa hareketlerini tahmin etmek icin teknik
analiz yontemlerini kullanabilecegi goriisiine karsi c¢ikar. Ancak bazi yatirimcilar ve
analistler, bu teoriyi elestirir. Onlara gore, gegmis fiyat hareketleri, gelecekteki fiyatlarla
ilgili degerli bilgiler sunabilir. Teknik analiz savunuculari, piyasa psikolojisini ve tarihsel
fiyat kaliplarin1 anlamanin, yatirimcilarin gelecekteki piyasa hareketlerini tahmin etmelerine
yardimc1 olabilecegini belirtir. Diger bir grup yatirimci ise, basarili yatirimeilarin (6rnegin
Warren Buffett gibi) uzun vadeli analizler yaparak piyasadan siirekli olarak daha iyi sonuglar

elde ettiklerini gostererek bu hipotezi sorgulamislardir.

3.4 Rastgele Olmayan Yiiriiyiis Hipotezi

Piyasanin bir 6lciide 6ngoriilebilir olduguna inanan bazi ekonomistler, profesorler ve

yatirimcilar da bulunmaktadir. Bu kisiler, fiyatlarin belirli trendler dogrultusunda hareket
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edebilecegini ve gecmis fiyat hareketlerinin, gelecekteki fiyat hareketlerini tahmin etmek
icin kullanilabilecegini savunurlar. Bu goriisii destekleyen bazi ekonomik caligmalar
yapilmis ve iki ekonomi profesorii, rastgele ylriiylis hipotezinin yanlis oldugunu

kanitlamaya ¢alisan bir kitap yazmistir [6].

Davranigsal finans konusunda Onde gelen bir arastirmaci olan Martin Weber,
borsadaki trendleri bulmak i¢in bir dizi test ve ¢alisma gerceklestirmistir. Weber, borsayi on
y1l boyunca incelemis ve bu siire zarfinda piyasa fiyatlarinda belirgin trendler aramustir. Ilk
bes yilda fiyatlar1 hizli artan hisse senetlerinin, sonraki bes yilda genellikle diisiik performans
gosterdigini gbézlemlemistir. Weber ve rastgele yliriiylis hipotezini reddeden diger
aragtirmacilar, bunun rastgele yiiriiyiis hipotezine karsi 6nemli bir ¢eliski olusturdugunu

belirtmektedir.

Weber'in rastgele yliriiylis hipotezini ¢iiriiten bir diger 6nemli testi, kazang tahminleri
yukar1 yonlii revize edilen hisse senetlerinin, sonraki alt1 ayda diger hisse senetlerine gore
daha iyi performans gostermesiyle ilgili bulgusudur. Bu bilgi, yatirimcilarin hangi hisse
senetlerinin deger kazanacagini ve hangi hisse senetlerinin deger kaybedecegini tahmin
etmede bir avantaj saglayabilir. Ayrica, MIT Sloan School of Management ve Pennsylvania
Universitesi'nde Finans profesorii olan Andrew W. Lo ve Archie Craig MacKinlay de

rastgele yliriiyiis hipotezinin yanlis oldugunu diisiindiikleri kanitlar1 sunmuslardir [6].

3.5 Etkin Piyasalar Hipotezi

EMH, hisse senedi fiyatlarinin mevcut tiim bilgileri dogru bir sekilde yansittigini ve
bu nedenle stirekli olarak karli bir yatirnm stratejisi gelistirmenin miimkiin olmadigini
savunan bir teoridir. EMH'ye gore, hisse senetleri her zaman dogru degerleri tizerinden islem
goriir, bu da yatirimcilarin degerinin altinda hisse senedi alip, asir1 fiyatlandirilmis olanlar:
satmalarin1 engeller. Bu nedenle, piyasayr yenmek i¢in uzman se¢iminden veya piyasa
zamanlamasindan fayda saglamak imkansizdir. Yatirnmcilarin daha yiiksek getiri elde

etmeleri yalnizca daha fazla risk almalariyla miimkiindjir.

Modern finans teorisinin temel taslarindan biri olmasina ragmen, EMH oldukca
tartismal1 ve siklikla elestirilen bir kavramdir. EMH'nin savunuculari, temel veya teknik
analizle degerinin altinda hisse senedi aramanin ya da piyasanin egilimlerini tahmin etmenin
anlamsiz oldugunu savunurlar. Cilinkii hisse senedi fiyatlar1 zaten mevcut tiim bilgileri

yansittigl i¢in, en iyl yatirim stratejisi diisiik maliyetli ve pasif bir portfdy olusturmak
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olacaktir. Teorik olarak, ne teknik ne de temel analiz siirekli olarak asir1 getiri (alfa)

saglamaz; ancak iceriden alinan bilgiler, asir1 riskle daha yiiksek getiri saglayabilir.

Akademisyenler, EMH'yi destekleyen bir¢cok kanit bulundugunu belirtirken, buna
kars1 ¢ikanlar da mevcuttur. Ornegin, Warren Buffett gibi yatirimeilar, EMH'ye gére tanimi
geregi verimsiz olan bir sekilde uzun vadede piyasayi siirekli olarak yenecek sekilde yatirim
yapmistir. EMH'ye kars1 ¢ikanlar, 1987 borsa ¢okiisti ve varlik balonlar1 gibi olaylarin, hisse

senedi fiyatlarinin adil degerlerinden sapabilecegini gosteren drnekler oldugunu savunurlar.

EMH, piyasalarin verimli oldugunu savunur, ancak bazi piyasalarin acgik¢a daha
verimsiz oldugu gozlemlenmistir. Verimsiz piyasa, bir varligin fiyatinin gercek degerini
dogru sekilde yansitmadigi bir durumu tanimlar. Bu verimsizlikler, bilgi esitsizlikleri, diigiik
likidite, yliksek islem maliyetleri, piyasa psikolojisi ve duygusal tepkiler gibi nedenlerden

kaynaklanabilir. Bu durumlar, piyasa basarisizliklarina yol acabilir.

EMH genellikle ti¢ sekilde ele alinir: zayif, yar1 giiclii ve giiglii. Her bir form,

piyasalarin ne kadar verimli oldugunu farkl bir sekilde agiklar.

Giiglii bicim, tiim bilginin, hatta yaymlanmamis bilgilerin bile piyasa fiyatlarina
yansidigini séyler. Bu durumda, iceriden bilgiye sahip olsaniz bile, bununla islem yaparak

kazang saglamaniz miimkiin degildir.

Yar giiclii bigim, piyasada yayimlanmig tiim bilgilerin fiyatlara yansidigi i¢in, bu

bilgileri kullanarak gelecekteki fiyatlari tahmin etmenin verimsiz oldugunu savunur.

Zayif bicim, ge¢mis fiyatlara dayanarak gelecekteki fiyatlar1 tahmin etmenin
miimkiin olmadigini belirtir. Bu, teknik analize yonelik bir elestiridir, ¢linkii gegmis fiyat

hareketleri gelecekteki fiyatlar1 tahmin etmeye yardime1 olmaz.

Rastgele yiirliyiis ve etkin piyasalar hipotezleri farkli varsayimlar iizerinde olsa da,
her ikisi de piyasay1 siirekli olarak yenmenin neredeyse imkansiz oldugunu savunur. Bu

nedenle, aktif yonetim yerine pasif yatirim stratejilerini desteklerler [7].

3.6 Dow Teorisi

Rastgele yliriiyiise kars1 bir alternatif teori, Dow Teorisi olarak bilinir. Dow Teorisi,
hisse senedi fiyatlarinin belirli bir trend (ylikselen ya da diisen) i¢inde hareket ettigini ve bu
trendlerin farkli agsamalara (birikim, kar ve dagitim) sahip oldugunu 6ne siirer. Ayrica, fiyat

hareketlerinin giiciinii belirlemek icin islem hacminin 6nemli bir gésterge olduguna inanilir.
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19. ylizyilin sonlarinda, Dow Jones & Co. ve The Wall Street Journal’in kurucusu Charles
Dow tarafindan gelistirilen bu teori, hisse senedi fiyatlarinin mevcut trendlere dayanarak

gelecekteki hareketlerinin tahmin edilebilecegini savunur.

Dow Teorisi, rastgele yiiriiylis hipotezinin aksine, hisse senedi fiyatlarinin
ongoriilemez oldugu ve yatirimcilarin piyasayi siirekli olarak geride birakamayacagi fikrine
kars1 ¢ikar. Dow Teorisi, kisa vadeli fiyat dalgalanmalarinin rastgele olabilecegini kabul
eder, ancak uzun vadeli fiyat hareketlerinin ekonomik temellere dayandigini ve bu trendlerin

teknik analizle tespit edilebilecegini savunur [5].

3.7 Hisse Senetlerini Tahmin Etmede Kullanilan Bazi Geleneksel Yontemler

Hisse senedi tahminleri, aragtirmacilarin ilgisini her zaman ¢ekmistir ve bu nedenle
cesitli yontemler gelistirilmistir. Geleneksel olarak kullanilan iki ana yontem temel analiz
ve teknik analizdir [27, 28]. Ancak giiniimiizde teknolojinin gelismesiyle birlikte daha ileri
diizey yontemler de ortaya ¢ikmistir. Bu yontemlerden biri, YSA olarak 6ne ¢ikmaktadir.
Bu boliimde, temel analiz ve teknik analiz yontemleri agiklanacak ve YSA yontemi ile

karsilastirilacaktir.

3.7.1 Temel analiz

Temel analiz, bir hisse senedinin ger¢cek degerini belirlemeyi amaclar. Bu nedenle,
hisse senedinin fiyatini etkileyen karlilik, likidite ve mali yap1 gibi temel faktorleri inceler.
Gergek degeri ortaya koyarak, borsada degeri diisiik kalan hisselerin alinmasini, yliksek
degeri olanlarin ise satilmasini hedefler. Temel analiz genellikle uzun vadeli tahminler
yapmay1 amagclar. Bu analiz {ic asamadan olusur: genel ekonomik konjonktiir analizi,

endiistri analizi ve isletme analizi.

Genel ekonomik konjonktiir analizi yapilirken, hangi hisse senedinin alinacagi degil,
hangi iilke borsalarinda ve hangi zaman diliminde islem yapilacagi gibi sorulara odaklanilir.
Bu analizde makroekonomik faktdrler kullanilir. Endiistri analizinde, sirketlerin faaliyet
gosterdigi sektorler incelenir. Ciinkii sektor, bir sirketin degerini 6nemli Olgiide etkiler.
Ornegin, hammadde temini kolay ve rekabetin diisiik oldugu sektdrlerdeki sirketlerin
hisseleri, digerlerinden daha hizli artis gosterebilir. Son olarak, isletme analizinde sirketin
mali tablolar incelenir, hisse degerinin dogru fiyati belirlenir ve sirketin izledigi politikalar
analiz edilir. Mali tablolar, sirketin varliklari, bor¢lar1 ve diger finansal bilgileri igeren

raporlardir. Bu raporlardan elde edilen verilerle sirketin durumu degerlendirilir ve borsadaki
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hisselerinin degeri, gercek degerine gore diisiik veya yiiksek oldugu belirlenir. Isletme
politikalar1 analizi, sirketin gelecekteki performansini tahmin etmeye yonelik yapilir.
Isletme analizi mikroekonomik verileri kullanirken, temel analiz hem makroekonomik hem

de mikroekonomik verileri incelemektedir [27, 28].

3.7.2 Teknik analiz

Teknik analiz, hisse senedi degerlerinin belirli bir trend i¢inde hareket ettigini kabul
eder ve gegmis fiyat hareketlerine dayanarak gelecekteki fiyat hareketlerini tahmin etmeye
calisir. Bu analiz, temel analizden daha basittir ve kisa ile orta vadede hisse senedinin
gelecekteki yoniinii tahmin etmeye odaklanir. Teknik analizde islem hacmi, hisse senedi
hareketleri ve trendler gibi veriler kullanilir. Bugiin kullanilan teknik analiz yontemlerinin
temeli, 1900'1i y1llarda Charles Dow tarafindan gelistirdigi Dow Teorisi'ne dayanir. Bu teori
ile analistler, trendleri, kirilma ve destek seviyelerini, hacim yansima noktalarini ve diger
onemli noktalar1 belirlemeye ¢aligirlar. Teknik analizde, hisse senedinin 6nceki degerleri ile
mevcut degerleri karsilastirildigindan, yeterli miktarda gegmis veri toplanmasi énemlidir
[27, 28].

3.7.3 YSA ile geleneksel yontemlerin karsilastirmasi

Istatistiksel bilgi, YSA igin harika bir temel olusturur. Istatistiksel analiz yapilirken,
veri hakkinda ¢esitli varsayimlarda bulunmak gerekebilir ve bazen analiz, sadece sinirh
sayida olasilik {izerinden yapilmak zorunda kalabilir. Ancak YSA kullanildiginda, daha fazla
degiskenin etkilesimleri incelenebilir. YSA, bu degiskenleri kullanarak dogru sonuglar
tahmin etmeye ¢alisir. Ayrica, daha fazla veri ile daha karmasik ve birbirine bagh analizler

yapilabilir. Bu nedenle, YSA, geleneksel yontemlere gore daha avantajlhidir [29].
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4. YAPAY SINiR AGLARI

Yapay zeka, insan zekasini taklit ederek karmagik problemleri ¢dzebilen makineler
gelistirmeyi amagclayan bir bilim dalidir. YSA ise, yapay zekanin bir alt dali olan makine

O0grenmesinin bir tliriidiir [9]. Bu boliimde YSA agiklanmustir.

4.1 Yapay Sinir Aglarinin Tanim

YSA, insan beynindeki biyolojik noronlarin ¢alisma prensiplerinden esinlenerek
tasarlanmistir. Aglarin temel yapi tasi olan néronlar (veya algilayicilar, diigiimler), disaridan
gelen bilgileri alir, her girdiyi kendi agirligi ile ¢arpar ve bu ¢arpimlar toplanarak aktivasyon
fonksiyonuna uygulanir. Sonug olarak elde edilen deger, o néronun ¢iktisini olusturur ve bu
¢ikis, diger noronlara girdi olarak verilir. Birgok sinir hiicresinin bir araya gelmesiyle YSA
olusur. Bu aglarin dgrenebilmesi icin uygun veri setleriyle egitilmeleri gerekir. Ogrenme
tamamlandiginda, aglar istenilen uygulamalar i¢in kullanilabilir. Goriintli isleme, Oneri
sistemleri, konugma tanima, dil gevirisi ve zaman serileri tahmini gibi alanlarda yaygin

olarak kullanilirlar [38, 39].

4.2 Yapay Sinir Hiicresinin Temel Elemanlari

Yapay sinir hiicrelerinde kullanilan temel bilesenlere islem elemanlar1 denir. Bu
islem elemanlar1 bes ana bilesenden olusur: girdiler, agirliklar, toplam fonksiyonu,
aktivasyon fonksiyonu ve hiicre ¢iktisi [40-42]. Bir yapay sinir hiicresinin sematik gosterimi

Sekil 4.1'de bulunmaktadir. Bu boliimde, bu islem elemanlar1 ayrintili olarak aciklanmastir.
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Girdiler Adirhiklar

Aktivasyon Fonksiyonu Cikti

f(Z w.i.’il,j) —_—
1=0

Sekil 4.1 : Yapay sinir hiicresinin sistematik gosterimi

Yapay sinir hiicresi, bilgileri dis diinyadan kendisine baglanan kanallar araciligiyla
alir. Bu bilgiler, hiicre icin girdiler olarak kabul edilir ve isleme tabi tutulur. Girdiler, dis
diinyadan, sinir hiicresinin kendisinden veya diger sinir hiicrelerinden gelebilir [43]. Sekil
4.1'de gosterilen yapay sinir hiicresinde x;, x5, ..., x,, girdileri temsil eder. Hiicreye eklenen
bias yani sabit degeri x ile gosterilmistir. Bias, 6zelliklerin ve agirliklarin garpimina eklenen
bir sabittir ve sonucu dengelemeye yardimei olur. Bias, modelin aktivasyon fonksiyonunun

pozitif veya negatif yonde kaymasina destek olur.

YSA’ya verilen girdiler, sisteme girmeden once normallestirilir. Normalizasyon,
girdilerin benzer bir 6l¢ege sahip olmasini saglar ve bu da egitim siirecinin daha istikrarli ve

hizli olmasina yardimci olur [44]. Normalizasyonun faydalari sunlardir:
e Tiim girdi 6zelliklerinin benzer 6lgeklere sahip olmasini saglar.
e Belirli 6zelliklerin 6grenme siirecine hakim olmasini onler.
e Ogrenme siirecinde daha hizl1 yakinsamay tesvik eder.
e Enuygun ¢oziime daha verimli bir sekilde ulagilmasini saglar.

e Egim inisi algoritmalarinin kayip fonksiyonu iizerinde daha etkili gezinmesine

yardimec1 olur.
o Agirlik baglatma se¢imlerine duyarliligr azaltir.

e Katmanlar arasinda daha iyi agirlik giincellemeleri saglar.
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e Modelin yeni verilere genelleme yapma yetenegini gelistirir.

e Ogrenme siirecini daha saglam hale getirerek asiri uyumu azaltir.

e Aktivasyon fonksiyonlarmin tutarl bir aralikta ¢caligmasini saglar.

e Doygunlugu onler ve belirli aktivasyon fonksiyonlar1 i¢in 6grenmeyi hizlandirir.
e Toplu normalizasyon gibi tekniklerle iyi sinerji olusturur.

e Egitim siirecinin genel kararliligina ve verimliligine katkida bulunur.

Ozetle, YSA igin girdilerin normallestirilmesi, kararli ve verimli bir 6grenme siireci
icin 6nemli bir adimdir. Bu islem, yakinsamanin daha hizli olmasin1 saglar ve modelin farkli
veri kiimelerine etkili sekilde genellemesini miimkiin kilar. Ayrica, gradyan inisinin
kararliligina katki saglar ve agirlik baslatma ile aktivasyon fonksiyonu 6zellikleriyle ilgili
sorunlar1 azaltir. Genel olarak, normalizasyon, sinir aglarimin performansini artirarak

modern derin 6grenme uygulamalarinda temel bir rol oynamaktadir [44].

Agirliklar her girdi i¢in ayri olup o girdinin 6nemini belirtir. Her noral baglantinin
kendine 6zgii agirligt mevcuttur. Giris sinyali ndrona verilmeden, baglantisina 6zgii olan
agirlikla carpilir. Agirligin biiytikliigii ya da kiigiikliigii, gelen sinyalin yiikseltilecegini veya
diistiriilecegini ifade eder. Agirligin isareti ise norona pozitif ya da negatif etki edecegini
gosterir [45]. Sekil 4.2°de verilen temel yapay sinir hiicresinde wy, w, .., w, girdilerin
carpildigr agirliklart temsil etmektedir. Bias degerinin carpildigi agirhik ise wy ile

gosterilmistir. Bu agirlikla bias da egitim esnasinda giincellenebilmektedir.

Toplam fonksiyonu araciligiyla ilgili norona gelen net girdi degeri hesaplanir ve
sonugta ¢ikan deger aktivasyon fonksiyonu ile degerlendirilir. En yaygin olarak kullanilan
toplam fonksiyonu her girdi degerinin ve bias degerini, bunlara 6zgii agirliklar ile

carpimlarinin toplanmasidir [43]. Bu toplam (4.1)’de gosterilmistir.
Toplam = Y1y x;w; 4.1)

Aktivasyon fonksiyonu hiicreye gelen net girdi degerini isleyerek hiicrenin ¢ikti
degerini belirlemekte kullanilir. Farkl: tiirleri bulunmaktadir. Sigmoid, tanh, ReLU ve lineer
gibi fonksiyonlar 6rnek verilebilir. Se¢im yapilirken agin yapisi ve performansi dikkate
alinir [46]. Bir tane algilayicinin ¢ikti degeri hesaplamasi (4.2)’de verilmistir. Burada y ¢ikti
degerini gosterirken f fonksiyonu aktivasyon fonksiyonunu gostermektedir. Buradan

goriindiigii iizere Y SA’daki en 6nemli elemanlardan birisidir ¢ilinkii dogrusal olmayan yapisi
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sayesinde YSA’nin verideki kompleks baglantilar1 egitim esnasinda 6grenmesini miimkiin

kilar.

y = Qim0 xiwy) (4.2)

Sigmoid cogunlukla ileri beslemeli sinir aglarinda kullanilan dogrusal olmayan
tiirevlenebilir ve kolay anlagilir bir aktivasyon fonksiyonu olup, denklem (4.3) teki gibi ifade
edilmektedir.

1
1+e™*

f&x) = (4.3)

Sigmoid fonksiyon ve tiirevinin grafikleri Sekil 4.2°de verilmistir.
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Sekil 4.2 : Sigmoid fonksiyonu ve tiirevi

Sigmoid, giris sinyalini alarak [0-1] araliginda olasiliksal bir ¢ikt1 iiretmektedir. Bu
fonksiyon, 6zellikle ikili siniflandirma problemlerinde ve lojistik regresyon gibi gorevlerde

etkili bir sekilde uygulanmaktadir.

Ancak sigmoid, daha derin gizli katmanlardan giris katmanlarina geri yayilim
sirasinda kaybolan gradyanlar, gradyan doygunlugu, yavas yakinsama ve sifir olmayan
merkezli ¢ikiglar gibi 6nemli dezavantajlara sahiptir ve bu da gradyan giincellemelerinin
farkli yonlerde yayilmasina neden olur. Hiperbolik tanjant fonksiyonu da dahil olmak {izere
diger aktivasyon fonksiyonu formlari, sigmoidin bu dezavantajlardan bazilarini gidermek
igin Onerilmistir. Sigmoid fonksiyonunun tiirevinin denklemi (4.4)’te verilmistir. Bu

tiirevinin sekli ise Sekil 4.2°de verilmistir.

o= (=) (=) = f@a- o) (4.4)

1+e™* 1+e™*
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YSA'da kullanilan diger aktivasyon fonksiyonlardan birisi de tanh fonksiyonudur.
Aralig1 -1 ile 1 arasinda olan daha diizgilin sifir merkezli tiirevlenebilir bir fonksiyon olup

(4.5) de verilen denklem ile ifade edilmektedir. Bahsedilen tanh fonksiyonu ve tiirev
grafikleri Sekil 4.3°te verilmistir.

X —-X
eX—e
xX) = 4.5
fo) = S5 (4.5)
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Sekil 4.3 : Tanh fonksiyonu ve tiirevi

Bu fonksiyonun tiirevi sigmoid fonksiyonunun tiirevinden daha biiyiik oldugu i¢in
cok katmanli sinir aglarinda daha iyi egitim performansi sunmaktadir. Bu sebeple siklikla
sigmoid fonksiyonu yerine tercih edilmektedir. Ancak, tanh fonksiyonu da sigmoid gibi
kaybolan gradyan problemiyle basa ¢ikamamaktadir. Bu fonksiyonun en dnemli avantajt,
sifir merkezli ¢iktilar iiretmesidir. Bu 6zellik, agin geri yayilim siirecini kolaylastirarak
agirlik giincellemelerinin daha etkili bir sekilde yapilmasina katki saglar. Bagka bir 6zelligi
de, yalnizca girdinin degeri 0 oldugunda 1 degerinde bir egime ulasabilmesidir, ki bu durum,
tanh fonksiyonun hesaplama sirasinda bazi 6lii ndronlar iiretmesine neden olabilmektedir.
Olii néron, aktivasyon agirligiin sifir egim sonucu nadiren kullanildig bir durumdur. Tanh
fonksiyonunun bu smirlamasi, sorunu ¢6zmek i¢in aktivasyon fonksiyonlari lizerinde daha
fazla aragtirma yapilmasini tesvik etmistir ve ReLU aktivasyon fonksiyonunu dogurmustur.
Tanh c¢ogunlukla dogal dil isleme ve konusma tanima gorevleri icin RNN’de

kullanilmaktadir [47]. Bu fonksiyonun tiirevinin denklemi (4.6)’da verilmis ve buna ait
grafik Sekil 4.3’te verilmistir.

F=1-(52) =1- fe? (4.6)
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ReLU aktivasyon fonksiyonu, 2010 yilinda Nair ve Hinton tarafindan 6nerilmis olup,
giiniimiizde derin 6grenme uygulamalarinda en sik tercih edilen aktivasyon fonksiyonu
haline gelmistir. Daha hizli 6grenme kapasitesiyle dikkat ¢eken ReLU, derin 6grenme
modellerinde yaygin olarak kullanilan ve basar1 orani yiiksek bir fonksiyon olarak one
cikmaktadir. Sigmoid ve tanh gibi diger aktivasyon fonksiyonlarina kiyasla daha iyi
performans ve genelleme yetenegi sunar. ReLU, neredeyse dogrusal bir yapiya sahip oldugu
icin egim inis yoOntemleriyle dogrusal modellerin optimize edilmesini kolaylastiran
avantajlarim1 korur [47]. ReLU fonksiyonu (4.7) deki gibi ifade edilmektedir. RELU

fonksiyonu ve tiirevinin grafikleri Sekil 4.4°te verilmistir.

=0 159

)

4.7)

4 Relu(z)

d

N.
T T
dz

Sekil 4.4 : ReLU ve tiirevi

Bu fonksiyon, sifirdan kiiciik girdilerin degerlerini diizeltir, boylece bunlari sifira
zorlar ve daha Onceki aktivasyon fonksiyonu tiplerinde gozlemlenen kaybolan gradyan
sorununu ortadan kaldirir. ReLU, derin sinir aglarinin gizli birimlerinde bagka bir aktivasyon
fonksiyonu ile birlikte, nesne siniflandirmasinda ve konusma tanima uygulamalarinda

bulunan tipik 6rneklerle agin ¢ikis katmanlarinda kullanilmastir.

Y SA’da siklikla tercih edilmesinin nedeni, katman sayis1 arttiginda alinan tiirevlerin
tanh ve sigmoid fonksiyonlarinda soniimlenirken ReLU’da degismemesidir. Ciinkii tlirevi

bir olacaktir. Tiirevinin denklemi (4.8)’de, grafigi ise Sekil 4.4’te verilmistir.

ro={y 3o

Diizeltilmis dogrusal birimlerin hesaplamada kullanilmasinin temel avantaji, tissel ve

(4.8)

bolmeleri hesaplamadigr i¢in daha hizli hesaplamay1 garanti etmesi ve genel hesaplama
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hizinin artmasidir. ReLU'nun bir diger 6zelligi ise sifirdan maksimuma kadar degerleri
sikigtirdigi i¢in gizli birimlerde seyreklik yaratmasidir. Ancak, ReLU'nun sigmoid
fonksiyonuna kiyasla kolayca asir1 uyum saglamasi gibi bir sinirlamasi mevcuttur. ReLU

basitligi ve giivenilirligi nedeniyle farkli derin 6grenme mimarilerinde kullanilmistir [47].

YSA’lar farkli mimarilerde tasarlanabilir. Her YSA mimarisinin genel amaci
tahminleme veya siniflama performansini yiikseltme ve hatayr en aza indirmektir. Bu
sebeple elde edilen tahminlerle ger¢ek degerler arasindaki farka gore kendi igindeki
agirliklar gibi elemanlari giincellemesi gerekmektedir. Bu farki hesaplarken kayip
fonksiyonunu kullanir. Regresyon yaparken MSE, MAE gibi fonksiyonlar kullanilirken
siiflandirma yaparken ikili capraz entropi, kategorik ¢apraz entropi gibi kayip fonksiyonlari

kullanilir [9, 38].

Genel manada YSA mimarileri giris katmani, gizli katmanlar ve ¢ikis katmani olmak
tizere i¢ katmandan olusmaktadir [9, 38, 48]. Sekil 4.5’te ¢ok katmanli YSA’nin genel
gosterimi verilmistir. Sekilden de goriildiigii gibi YSA’ nin her katmandaki bir diigiim diger
katmandaki diigiimler ile baglantilandirilarak ileri beslemeli etkilesim saglanmaktadir. Bu
tirden ¢ok katmanli YSA mimarilerine genellikle ¢ok katmanli algilayict (multi layer
perceptron; MLP) denir. Bu sistemde ¢ikt1 degeri ileriye dogru iiretilirken ve agirliklar geriye
dogru giincellenir. Bundan dolay1 ileri beslemeli geri yayilimli YSA (feedforward
backpropagated ANN) olarak da anilirlar.

Giris Katmani Gizli Katmanlar Cikis Katmani

Sekil 4.5 : Cok katmanli YSA’nin genel gosterimi

Her YSA, MLP gibi diizgiin siralanmis ve biitlin baglantilar1 olan diigiimlerden
olusmayabilir. Bazen bazi diigiimler arasindaki baglantilar olmayabilir veya kendinden

hemen sonraki katman yerine bir sonraki katmandaki diigiimlerle baglant1 kurabilirler veya

27



onceki katmanin girdi degerini kendisini beslemede de kullanilabilir. MLP gibi genel
mimariler olsa da diiglimler herhangi bir sekilde birbirlerine baglanilarak herhangi bir

mimari tiretmek mumkundiir.

Gizli katmanlardaki diigiimler her zaman normal sinir hiicrelerinden olusmak
zorunda degildir. Buna 6rnek olarak yenilemeli RNN hiicresi ve LSTM hiicresi verilebilir.
Bu yapay hiicreler gercek biyolojik sinir hiicreleri 6rnek alinarak ge¢mis zamandaki

deneyimin katkisini da dikkate alarak sonug iiretmektedir.

Herhangi bir YSA tasariminda katmanlardaki diigiim sayilar1 belirlenirken dikkatli
olunmalidir. Cok sayida diigiim kullaniminin asir1 uyuma veya az sayida diigiim sayisi
yetersiz uyuma sebep olabilmektedir. Bu sebeple bu se¢im yapilirken farkli denemeler
yapilarak en uygun yapiya karar verilmektedir [49]. Bu konuda siklikla kullanilan ve kabul
goren yaklasik hesap kurali (rule-of-thumb) hakkinda bilgi verilebilir. Bu kurala gore
herhangi bir gizli katmanin diigiim sayist kendinden 6nceki katmanin algilayici sayisinin

yaklasik 2/3’1 kadar olacak sekilde ayarlanabilecegi literatiirde belirtilmektedir [50].

YSA sisteminde verinin ilenmesi ve degerlendirmesi siirecinde YSA’nin giris
katman ile tanimlanan her hiicre sisteme giris olarak belirlenen verileri belli bir agirlikla
gizli katmandaki hiicrelere iletilir [9, 38]. Gizli katmanlarda yerlestirilen hiicreler belirlenen
bir aktivasyon fonksiyonu ile sonug iiretip belli bir agirlikla bir sonraki katmanda bulunan
hiicrelere aktarilir. Cikis katmaninda ise gizli katmandan gelen bilgileri igleyerek ¢ikis degeri
veya degerleri Uretilir. Bu karmanda bulunan hiicre sayisi1 istenen kullanima gore degisme
bilmektedir [9, 38]. Ornegin, regresyon amacli yapilarda ka¢ tane degiskenin tahmin
edilmesi isteniyorsa c¢ikis katmani o kadar diigiimden olusturulur. Benzer sekilde,
smiflandirma amagh yapilarda verinin kag sinifa ayristirilmasi isteniyorsa ¢ikis katmani o

kadar diigiimden olusturulur.

4.3 MLP’nin Geri Yayilim Algoritmasi ile Egitilmesi

Ideal sartlarda YSA ile elde edilen sonug ile istenilen sonug¢ ile ayni olmasi
beklenmektedir. Ancak ger¢ek sartlarda hesaplanan sonug ile istenilen sonug arasinda bir
fark olmaktadir. Bu fark hata olarak ifade edilir ve kayip fonksiyonu kullanilarak hesaplanir.
Makine 6grenmesi kavrami da giris ile ¢ikis arasinda islem goren tiim katmanlardaki
agirliklarin tekrar tekrar giincellenerek hesaplanan sonug ile istenilen sonug arasindaki farki

sifirlama ya da sifira yakinsama islemidir. Agirliklarda yapilan bu giincellemenin de standart
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bir kurala gore yapilmasi gerekmektedir ki bu giincelleme genellikle “Gradient Descent”

(gradyan inisi) metodu ile yapilmaktadir.

Zaman serisi verisi, belirli zaman damgalariyla iligkilendirilmis bir dizi degerden
olusur. Egitim islemi esnasinda, farkli zaman damgalarindan (time stamp) olusan egitim
verisi gruplara ayrilir. Bu gruplar igerdikleri zaman damgalarinin sayisina gore tekli veya
coklu olabilirler. Olusturulan bu gruplarin her birisi ayr1 ayri sirali bir sekilde kullanilarak
sinir ag1 giincellenir. Eger egitim esnasinda agirlik giincellemeleri yapilirken tek bir zaman
damgas1 igeren gruplar kullanilmigsa buna stotastik gradyan inisi (stochastic gradient
descent) denir. Eger egitim verisi gruplandirilirken ayrilmamissa ve bu verideki biitiin zaman
damgalar1 agirlik glincellemesi yapilirken kullaniliyorsa bu durum toplu gradyan inisi (batch
gradient descent) olacak adlandirilir. Eger tekli veya egitim verisindeki biitlin zaman
damgalarin1 igermeyen, bunlarin arasindaki miktarda zaman damgasi igeren gruplar
kullanilarak giincelleme yapiliyorsa bu duruma mini-batch gradyan inisi (mini-batch
gradient descent) denmektedir [51, 52].

Giincelleme yapilirken egitim verisindeki biitiin zaman damgalarinim hepsinin
kullanildig1 her sefere bir epoch (devir) denilir. Ornek olarak eger stotastik gradyan inisi ile
egitim yapiliyorsa, egitim verisindeki her zaman damgasi i¢in sinir ag1 tek tek giincellenir.
Egitim verisindeki biitiin zaman damgalar1 kullanildiginda basa doniiliir ve buna bir devir
denir. Maksimum epoch sayisi egitimden Once belirlenerek egitimin sonsuza kadar

stirmesinin Oniine gecilir.

Olusturulan her bir grup i¢in sinir aginin hatasi hesaplanir. Bu amagla hata orani
hesaplanmak istenen grubun icindeki zaman damgalar1 tek tek sinir agina girdi olarak
verilerek her zaman damgasi igin ¢ikti elde edilir. Sekil 4.5’te goriindiigli tizere her
katmandaki algilayici, bir 6nceki katmandaki biitiin algilayicilarin ¢ikis degerini girdi olarak
almaktadir. Sinir aginda bulunan herhangi bir diiglimiin ¢iktisin1 hesaplarken 6nce bu
diiglimiin bulundugu katmanin bir 6nceki katmaninda bulunan diiglimlerin ¢iktilari ile yine
bir 6nceki katmandaki diigimlerden ilgili diiglime gelen biitlin agirliklar ile carpilir. Elde
edilen sonug¢ o diigiimiin kullandig1 aktivasyon fonksiyonuna verilerek o diiglimiin ¢iktisi
hesaplanir. Bu islem ilk gizli katmandaki diiglimlerden baslayarak ¢ikti katmanindaki
diigiimlere kadar yapilarak ciktilar elde edilir. Bu isleme ileriye dogru yapildig: i¢in ileri
besleme denir. Burada ¢ikt1 degerlerinin kendinden 6nceki katmanlardaki biitiin diigiimlere

bagli oldugu goriilmektedir.
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Bu ¢iktilar gergek degerlerle kayip fonksiyonu kullanilarak karsilagtirilir. O gruptaki
her zaman damgasi igin elde edilen kayip fonksiyonu ¢iktilari toplanarak giincelleme igin
kullanilacak hata hesaplanir. Ornegin giincellemenin Q tane zaman damgasi igeren bir grup
kullanilarak mini-y1g8in gradyan inisi ile yapildigimi farz edilirse ve egitim esnasindaki bu
yiginin ¢’nuncu zaman damgasinin sinir agina girdi olarak verildiginde elde edilen kayip
fonksiyonu ¢iktisina E? denirse, bu degerin hesaplanmasi (4.9)’da verildigi sekilde

yapilacaktir.
1
E9= 238 (0f - y)? (4.9)

Verilen denklemde sinir aginin ¢ikis katmaninda toplam N tane diiglimden i’ninci
diigiimiin ¢iktist yiq olarak gosterilmistir. ilgili ciktinin gercek degeri yani bulunmast istenen
sonug oiq olarak gdsterilmistir. Regresyon analizinde siklikla kullanilan MSE ile bu ikisi
arasindaki fark hesaplanmistir. Bu islemde aralarindaki farkin karesi her diigiim i¢in ayri
ayr1 hesaplanmis ve toplanmis, bulunan toplam biitiin diiglimlerin sayisina boliinmiistiir.
Boylece ilgili zaman damgasina ait kayip fonksiyonu ¢iktis1 hesaplanmistir. Giincellemede
kullanilan grubun hatasi L ile gosterilse, (4.9)’da verilen kayip fonksiyonu ¢iktisi ile bu

hatanin hesaplanmasi (4.10)’da verilmistir.
L=Y2  EI (4.10)

Hesaplanan bu hatanin giincellenmek istenen sinir ag1 elemanina gore tiirevi alinir.
Ornek olarak sinir aginda bulunan herhangi bir w agirhgini giincellenmesi yapilmak
istenirse L’nin bu agirliga gore tiirevinin alinmasi gerekmektedir. L nin ilgili agirhiga gore
tiirevi i¢in L’den baglayarak geriye dogru Once sinir aginin ¢ikti degerlerine gore tiirevi
alinir. Buradan itibaren her seferinde bir 6nceki katmandaki diiglimlere gore tlirevleri istenen
agirliga gelene kadar her yol hesaba katilarak yapilir. Bu igslem zincir kurali (chain rule) ile
yapilir. Bulunan sonug, belirlenmis olan 6grenme katsayisi () ile ¢arpilarak w’dan ¢ikartilir.
Boylece w o grup kullanilarak giincellenmis olur. Bu islemde w’nun giincellenmeden 6nceki
degeri wegy; ile ve giincellendikten sonraki degeri wye,; ile simgelenirse ilgili islemler

(4.11)’de verildigi gibi gosterilebilir.

SL
Wyeni = Weski — 1 * Sw (4.11)

Giincelleme islemi, her grup i¢in o gruptaki biitiin zaman damgalarinin bitiminde

uygulanir. Bu islem, istenilen hata oraninin altina inildiginde veya 6nceden belirlenmis olan
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maksimum devir sayisina gelindiginde sona erer. Ilgili siirecin tamamina ileri besleme ve

YSA’nin geri yayilim algoritmasi kullanarak egitilmesi denmektedir [51-53].

Agdaki katman sayis1 arttik¢a, hatanin tiirevinin hesaplanmasinda kullanilan zincir
de uzar. Bu da gradient soniimlenmesi ya da gradient patlamasi gibi sorunlara yol agabilir
[9]. Zincirdeki her tiirev alinirken ayn1 zamanda aktivasyon fonksiyonunun tiirevi de alinir.
Bu nedenle, kullanilan aktivasyon fonksiyonlarinin tiirevlerinin biiyiikliigii biiyiik 6nem
tasir. Ornegin, sigmoid fonksiyonunun tiirevi en fazla 0.25 degerini alir. Bu durumda katman
sayisi arttikca, tiirevler giderek daha kiigiik bir degere yaklasir. Bu durum, agin 6§renmesini
zorlagtirarak, agirliklarin dogru sekilde glincellenmesini engelleyebilir. Diger yandan, tiirevi
I'den biiyiik bir aktivasyon fonksiyonu kullanilirsa, tlirevler her katmanda artar ve bu da
agirliklarin agir1  giincellenmesine neden olabilir. Bu nedenlerle, YSA tasariminda
kullanilacak aktivasyon fonksiyonu, katman sayis1 ve her katmandaki néron sayisi dikkatlice

sec¢ilmelidir.

4.4 Zaman Serisi Tahmininde Yaygin Kullamlan Baz1 YSA Modelleri

Zaman serisi tahmini i¢in kullanilan birgok YSA modeli mevcuttur. Bu boliimde bu
modellerin en 6nemlilerinden RNN ile onun alt dallarindan biri olan LSTM’e kisa bir genel

bakis sunulmaktadir.

4.4.1 RNN

MLP’nin ¢ikt1 iiretirken yalnizca bir tane zaman damgasi kullanmasi, bu zaman
damgasindan Oncekileri hafizada tutamamasi ve kullanamamasi, onlarin zaman serileri,
metin serileri gibi ardigik ayrik sirali zaman damgalarindan olusan verilerin analizinde daha
az kullanigh olmasina sebep olmaktadir. Bu soruna ¢oziim olarak yinelemeli sinir aglari
tasarlanmistir. Bu modelin temel elemanina yenilemeli sinir hiicresi denir. Bu hiicre, kendine
Ozglin bir sekilde daha 6nceki ardisik zaman damgasi girdi verilerinin olusturdugu bir gizli
durum verisi vektoriinii de hesaplamak istedigi zaman damgasi verisinin yanina ekleyerek
girdi olarak hesaba katar. Boylece islem yaparken onceki zaman damgalarmi da isleme
katmis olur. Yinelemeli sinir hiicresinin katlanmis ve agik haldeki gdsterimi Sekil 4.6’da

verilmistir.
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Sekil 4.6 : Yinelemeli sinir hiicresinin katlanmis ve agik halde gosterimi

Sekilde x;, t’ninci zaman damgasinda sisteme verilen girdi vektoriinii ifade eder.
Girdi degerlerine uygulanan agirlik vektorii w,,, bir onceki zaman damgasindan gelen gizli
durum vektori h,_q, bu vektoriin ¢arpildigi agirlik vektori wy,,, mevcut zaman damgasinda
iretilen gizli durum vektorii h;, bu vektor ile carpilarak mevcut zaman damgasinin ¢iktist

olan y, vektoriinii olustururken kullanilan agirlik vektorii wy,, ile gdsterilmistir.

Toplam girdi ve ¢ikt1 sayilarina gére RNN dort gruba ayrilir. Bunlar ¢oklu giris ¢coklu
cikig, coklu giris tekli ¢ikis, tekli giris coklu ¢ikis, tekli giris tekli ¢ikis olarak
isimlendirilmistir. Her bir grup farkli durumlarda kullanilmaktadir. Ornek olarak tekli giris
coklu c¢ikis icinde birden fazla kelime barindiran fotografin igindeki kelimelerin
c¢ikarilmasinda kullanilabilir ve ¢oklu giris tekli ¢ikis ise ardisik kelimelerin verilip bunlarin

belirttigi duygunun ¢ikarilmasinda kullanilabilir [9, 38].

Avantajlarina ragmen RNN’nin biiyiik bir dezavantaji bulunmaktadir. Bu da onun
gradient problemidir. Cok sayida zaman damgasindan olusan veri ile islem yapildiginda
gradient degeri yiiksek miktarda artabilir veya séniimlenip bir etkisi kalmayabilir. Ornek
vermek gerekirse sigmoid aktivasyon fonksiyonu kullanan bir RNN’de algilayicinin ¢ikti
degerinin sonraki sette besleme olarak verildigi bir durumda, t’ninci zaman damgasindaki

gizli durum vektoriiniin hesaplanmasi (4.12) denkleminde verilmistir.
h: = oWxnxe +wpphe_1) (4.12)

Denklemde sigmoid fonksiyonu o ile gosterilmistir. Bulunan t’ninci zaman
damgasmin gizli durum vektori ile wp, agirhk matrisi ¢arpilarak t’ninci zaman

damgasindaki ¢ikt1 vektorii bulunur. lgili islem (4.13)’te verilmistir.
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Sadece iic zaman damgas1 iceren bir veri kullanildigi varsayilirsa son zaman
damgasinin gizli durum vektorii olan hs; hesaplanirken kullanilan denklem i¢ ige gecen

sigmoid fonksiyonlar1 igerecektir ve (4.14)’te verildigi gibi olacaktir.
hs = oc(Wynx3 + Wpp(0(WxnXz + Wppo(Winx1)))) (4.14)

Agirliklart gilincellemekte kullanilan hata bulunurken, hesaplanan tahminleri
gosteren y, cikt1 vektorii, gercekte olmasi gereken degerlerlerle karsilagtirilir. Dolayisiyla
hatanin tiirevi y, vektoriine gore alinir. Kullanilan y, vektorii yalnizca h, vektoriine bagl
oldugu (4.13)’te goriilmektedir. Bu sebeple y,’nin tiirevi yerine h,’nin tiirevi alinabilir.
(4.14)’te verilen denklemde de goriindiigii iizere kullanilan zaman damgasi sayisi arttik¢a h;
vektoriinii olugturan i¢ ige gegen sigmoid fonksiyonlari sayisi da artmaktadir. Bu sebeple
istenen agirhia gore tiirevi alinmak istendiginde bu tiirev i¢ ige gecen ve kullanilan zaman
damgalarinin sayisiyla beraber gittikce uzayan zincire sahip olacaktir. Bu kisimda
aktivasyon fonksiyonunun da zincirin her elemani ile tiirevinin alindigi goéz ardi
edilmemelidir. Sigmoid gibi fonksiyonlarin tiirevleri 1’den diisiik oldugu igin bunlarin
aktivasyon fonksiyonu olarak kullanimi, islem esnasinda tiirevin siirekli azalmasina ve en
sonunda da soniimlenmesine yol agmaktadir. Boylece sonradan gelen zaman damgalarinin
istenen degiskenin giincellenmesine etkisi neredeyse kalmamakta ve sinir aginin buradaki
verileri 6grenememesine sebep olmaktadir. Baska aktivasyon fonksiyonlar1 da kullanilsa

boyle bir durum olasiligini koruyacaktir [51].

441.1LSTM

LSTM, RNN’deki gradient sorununa alternatif olarak gelistirilmistir. Bu model, ¢ok
saylda zaman damgasi igeren veriler i¢in daha uygundur. RNN’den farkli olarak, kendi
icinde bir onceki zaman damgasmm gizli durum vektoriine ek olarak hiicre durumu
vektoriinii de aktarir [54]. Bir LSTM hiicresinin iginde giris, unutma ve ¢ikis olmak tizere

tic kap1 bulunmaktadir. LSTM hiicresinin sembolik gosterimi Sekil 4.7°de verilmistir.
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Sekil 4.7 : LSTM hiicresi sembolik gosterimi

Sekilde verilen degiskenlerin agiklamasi bu kisimda yapilmistir. Biitiin girdi verileri,
artan sirada zaman damgalarina gore siralanip esit uzunluktan olusan vektorler halinde
sirayla LSTM hiicresine girdi olarak verilirler. Bu verilerden t’ninci zaman damgasindaki
girdi vektorii x; ile gosterilir. Sekilde (t-1)’inci zaman damgasindan gelen hiicre durumu
vektorii ¢,_, ile gosterirken, t’ninci zaman damgasinin hiicre durumu ¢iktisi ¢, ile
gosterilmistir. Benzer sekilde h;_; (t-1)’inci zaman damgasindan gelen gizli durumu
vektoriinii belirtirken h; t’ninci zaman damgasinda elde edilen gizli durum vektoriini
gostermektedir. Hesaplanan t’ninci zaman damgasindaki unutma kKapisinin ¢ikti vektord f,
giris kapisinin ¢ikt1 vektorii i, ve bu vektor ile capilarak giris kapisinin etkisini ayarlamakta
kullanilan vektor g;, ¢ikis kapisinin ¢ikti vektorli o, ile gosterilmistir. FC simgesi full-
connected (biitiiniiyle baglanmis) demektir ve x; ile h;_, vektorlerinin art arda eklenip bir
vektor olusturulmasint ifade etmektedir. Kirmizi renkle gosterilen logistic olarak
isimlendirilen sembol sigmoid fonksiyonunu gosterirken mavi renkte gdsterilen simge tanh
aktivasyon fonksiyonunu gostermektedir. Carp1 simgesi gelen matrislerin eleman elemana

carpilacagini, toplam sembolii ise toplanacagini gostermektedir.

Unutma kapisinda, bir 6nceki zaman damgasindan mevcut zaman damgasina girdi
olarak gelen hiicre durumunun unutulup unutulmayacagina karar verilir. Burada
olusturulmus girdi vektorii, w, agirlik matrisine tabi tutulur. Elde edilen deger by bias degeri
ile toplanarak sigmoid fonksiyonuna girdi olarak verilir. Boylece f; ¢ikt1 vektori elde edilir
ve bu deger dnceki hiicre durumu vektorii ile carpilir. Yapilan islemlerin denklemi (4.15)’te

verilmistir.
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[t = U(Wf[ht—l' x] + by) (4.15)

Giris kapisinda, gelen girdi degerleri ile 6nceki hiicreden alinan gizli durum bilgileri
kullanilarak yeni hiicre durumuna eklenecek degerlerin belirlenmesi yapilir. Oncelikle
onceki hiicreden gelen gizli durum bilgisi ile mevcut girdiler birlestirilerek w; agirlik
vektori ile garpilir. Elde edilen sonug, b; bias degeri ile toplanarak sigmoid fonksiyonuna
tabi tutulur. Bu islem sonucu i, elde edilir. Yapilan islem (4.16)’da verilmistir. Sonrasinda,
(4.17)’de goriindiigii lizere, yine 6nceden kullanilan birlestirilmis veriler bu sefer wy agirlik
vektorii ile ¢arpilip b, bias degeri ile toplanarak tanh fonksiyonuna girdi olarak verilir. Bu

islemin sonucunda ise g, vektorii elde edilir.
iy = 0 (wilhe—y, x]+ by) (4.16)
g: = tanh(wylhe_y, x¢] + by) (4.17)

Bu noktada daha dnce elde edilen unutma kapisinin ¢ikt1 vektori ile dnceki hiicreden
gelen hiicre durum bilgisi vektorii ¢arpilir. Bulunan degere giris kapisinda elde edilen iki
vektoriin birbiriyle garpimi eklenerek yeni hiicre durumu (4.18)'de goriindiigii gibi elde

edilir. Islemdeki © eleman elemana carpimi sembollemektedir.

=[O+ i Og; (4.18)

Cikis kapisinda olusturulmus girdi vektorii w,, agirlik vektori ile garpilir ve b, bias
degeri ile toplanir. Elde edilen toplam sigmoid fonksiyonuna (4.19)’da verildigi gibi tabi
tutulur. Elde edilen o, vektorii ile heniiz hesaplanmis olan mevcut zaman damgasinin hiicre
durumu vektoriiniin tanh fonksiyonuna tabi tutulmasinin ¢iktisi ¢arpilarak mevcut zaman

damgasinin gizli durumu vektorii elde edilir. Siirecin denklemi (4.20)’de verilmistir.
0, = o(Wolhe_y, x] + b,) (4.19)
h, = o;tanh(c;) (4.20)
Bu noktada 6nceden bahsedilen RNN gradient probleminin LSTM kullanilarak nasil
¢ozildugl gosterilebilir. Eger (4.18)’de hesaplanan hiicre durumunun bir 6nceki hiicre

durumuna gore tlirevi alinirsa yalnizca unutma kapisinin sonug vektorii (4.21)’de goriindiigi

gibi elde edilecektir.

act
dce—q

=ft (4.21)

35



Buradan sonugla eger f, vektoriindeki degerler 1 ise gradientte bir azalma
olmayacagi goriilmektedir. Ogrenmenin baslangicinda f, vektorii degeri hesaplanirken
kullanilan by bias degeri sonucun 1 ¢ikmast i¢in kasten bilyiik alinir. Bu da baslangigtaki
biitiin zaman damgalarmin girdi degerlerinin hatirlanmasini saglar. Ogrenmenin devaminda
ilerleyen zaman damgalarinin kullanimi ile unutma kapisi, dnceki zaman damgalarinin

etkilerinin unutulmasina baslar [51].
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5. UYGULAMA

Onceki boliimlerde de belirtildigi gibi, YSA igerisinde bircok sistematik model
literatiirde mevcuttur ve her modelin kendine 0zgii avantajlart ve dezavantajlar
bulunmaktadir. Bir¢ok degiskene bagli olarak yapilan rastgele yliriiylis tahminlerinde,
herhangi bir modelin her durumda digerlerinden daha {istiin oldugunu séylemek miimkiin
degildir. Her model, ¢esitli parametrelerden olusur ve bu parametrelerin dogru secilmesi,
analiz edilen problemin yapisina gore biiyiik 6nem tasir. Bu nedenle, bir probleme optimum

¢Oziim bulabilmek i¢in farkli model ve parametrelerin denenmesi gerekmektedir.

Bu boliimde, secilen model ve parametrelerin ¢iktinin dogrulugu tizerindeki etkileri
karsilagtirmali olarak ele alinmistir. Bu etkileri daha net bir sekilde gozlemlemek igin iki
ayr1 6rnek lizerinde denemeler yapilarak performans bakimindan karsilastirma yapilmistir.
Birinci 6rnekte, BIST'te islem goren dort farklr hisse senedinin gelecekteki giin sonu kapanig
degerleri, iki gizli katmandan olusan MLP kullanilarak tahmin edilmeye ¢alisiimistir. Bu
gizli katmanlarda, ReLU ve Sigmoid aktivasyon fonksiyonlar1 tasiyan farkli sayida
diigtimler kullanilarak ¢esitli denemeler yapilmistir. Boylece farkli aktivasyon fonksiyonlari
ve digim sayilarinin gelecek degeri tahmin etme performanslar karsilastirilmistir. Bu

ornekte kullanilan veriler, giinliik frekansa sahip 8 farkli degiskenden olusmaktadir.

Ikinci ornekte ise NASDAQ'tan alinan 7 farkli hisse senedinin, farkli zaman
periyotlar1 sonundaki degerlerini tahmin etmek igin hem LSTM hem de MLP modelleri ile
denemeler yapilmistir. Bu ornekte farkli frekanslara sahip 23 degiskenlerden olusan veri
kullanilarak farklt modellerin hisselerin farkli zaman gergeveleri sonunda alacaklar1 degeri
tahmin etme performanslari karsilastirilmistir. Farkli zaman ¢ergeveleri, ayrik is glinlerinden
olusan zaman serisi verileri farkli sayilarda giinler halinde gruplandirilarak olusturulmustur.

Bu iki 6rnek iizerinde yapilan ¢alismanin detaylar1 bu boliimde agiklanmistir.

5.1 MLP ile Farkh Diigiim Sayilar1 ve Aktivasyon Fonksiyonlarinin Denenmesi

Daha 6nce de belirtildigi gibi, sinir agindaki katmanlarda bulunan diigiim sayilar1 ve
aktivasyon fonksiyonlar1 olduk¢a onemlidir. Genellikle her bir kombinasyonun ayri ayri

denenip en iyi sonug verenin secilmesiyle bu parametrelerin dogru bir sekilde belirlenmesi

37



saglanabilir. Bu 6rnekte, SOKM, OYAKC, ECILC ve VAKBN kodlu dort BIST hisse
senedinin gelecek gilin sonu degerleri, farkli diigim sayilar1 ve aktivasyon fonksiyonlari
iceren MLP ile tahmin edilmeye ¢alisilmistir. Bu tahminler yapildiktan sonra sonuglar
yorumlanarak, bu parametrelerin sonuglar lizerindeki etkileri agiklanmak istenmistir. Bu
dort hisse, BIST igerisinden rastgele secilmistir. Veriler, 7 Nisan 2022 ile 4 Nisan 2024
arasindaki 500 is giiniine ait olup ve Is Bankas1 Yatirim'in web sitesinden alinmistir [37]. Bu
veriler, giinliik frekansa sahip 8 farkli degiskenden olusmaktaydi. Bu degiskenler Cizelge

5.1'de verilmistir.

Cizelge 5.1 : Farkli aktivasyon fonksiyonlar1 ve diigiim sayilar1 iceren MLP ile yapilan
denemelerde kullanilan verilerin degiskenleri ve tanimlari

DEGISKEN iSMi TANIMI
Hisse Kapanis Igili borsa is giinii sonundaki hissenin kapams degeri
Degeri
Hisse En Diisiik Ilgili borsa is giinii igerisinde hissenin aldig1 en diisiik deger
Degeri
Hisse En Yiiksek Tgili borsa is giinii igerisinde hissenin aldig1 en biiyiik deger
Degeri
Agirliklt Ortalama Y. islem fiyati x islem miktart
Fiyat Toplam Islem Sayist
Hacim Z islem fiyati x islem miktart
USD/TL Orani 1 USD’nin Ka¢ TL Oldugunu Gosterir
BIST100 Endeks Tiirkiye'nin En Onemli Hisse Senedi Endeksidir
Piyasa Degeri (USD) | (Sirketin Borsadaki Aktif Islem Géren Toplam Hisse Sayist) x
(Hisse Senedi Fiyati)

Bu degiskenler, 6nceki kisimlarda bahsedilmis olan teknik analizde kullanilan
degiskenlerin biiylik kismin1 kapsamaktadir. Bununla birlikte bazi 6nemli makroekonomik
ve mikroekonomik faktorleri de igermektedir [4, 32-34]. Agirlikli ortalama fiyat, belirli bir
hisse senedinin islem gordiigi is giinii icinde yapilan tiim islemlerin fiyatlarinin, her bir
islemdeki toplam islem miktariyla carpilarak elde edilen degerlerinin toplaminin, o giinkii
toplam islem miktarina boliinmesiyle hesaplanir. Diger bir degisken olan hacim, agirliklt
ortalama fiyatin toplam islem miktariyla ¢arpilmasiyla elde edilir. Diger degiskenlerin

aciklamalar Gistteki ¢izelgede agikca yapilmistir.

Her hisse verisinin son 10 giinii test i¢in, geri kalan 490 giinii ise egitim amaciyla
kullanilmistir. Hisse senedi tahminlerinde siklikla kullanilan OOS yonteminin 6rnek alinmig
olmasi nedeniyle verilerin bu bigimde ayrilmasi tercih edilmistir. Hisse senedi verileri
arasinda tarihsel bir baglanti bulundugundan, K-fold ¢apraz dogrulama gibi tekniklerin

kullanim1 sinirhidir. Ciinkii tarihsel biitiinliik bozulursa, 6nemli degisikliklerin sinir ag1
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tarafindan 6grenilmesi engellenmis olur. Bu durumu daha iyi agiklamak i¢in, siirekli artacak
sekilde siralanmig zaman damgalarindan olusan bir veriyi, esit bes dilime boldigimiizii
varsayalim. Ilk iki ve son iki dilimin egitimde, ortadaki dilimin ise testte kullanildigin1 farz
edelim. Ortadaki dilimde, ¢ok dnemli bir politik olay veya sirketle ilgili biiyiik bir gelisme
yaganmig olabilir. Bu durumda, sinir agi bu olaymm yasandigt kismi egitiminde
kullanamadigindan 6grenemeyecektir. Bu durum, ilgili egitimden sonra elde edilecek
tahminlerin tutarsiz olmasina sebep verecektir. Bu, dogrusal olmayan diger zaman serileri
icin de gecerlidir. Bu nedenle, bu tiir serilerin egitimi yapilirken verinin biitlinligi
korunarak, OOS yontemiyle sadece serinin son kismindaki birkag zaman damgasindan
olusan kiiciik bir dilim ayrilarak islem yapilir. Test edilecek zaman damgalarinin sayisi
arttikga 6nemli olaylarin meydana gelme olasilig yiikseldiginden, ¢cok fazla sayida ayrilmasi
tercih edilmemektedir. Diger yandan, ¢ok az sayida zaman damgasiyla test yapmak ise
giiriiltii seviyesini arttirmaktadir. Bu ornekte giiriiltiiden en az derecede etkilenerek analiz
yapilmasini saglamak ve 6dnemli olaylarin egitim verisi disinda kalmasinin 6niine ge¢cmek

icin son 10 zaman damgasi test igin ayrilmistir [55].

Biitiin veriler, O ile 1 arasinda normalize edilmistir. Bu islemin yapilma amac1, 6nceki
boliimlerde de agiklandigi gibi, veriler arasindaki 6lgii farklarindan kaynaklanabilecek
hatalar1 engellemek ve islemleri daha verimli hale getirmektir. Ayrica, kullanilan sigmoid
aktivasyon fonksiyonunun belirli bir ¢aligma araligina sahip olmasi nedeniyle bu islem
zorunlu hale gelmektedir [44]. Normalize etme isleminin diger faydalar1 ise Onceki

boliimlerde detayl1 bir sekilde agiklanmistir.

Her biri 2 ile 16 arasinda degisen algilayiciya sahip iki gizli katmandan olusan MLP,
ReLU ve sigmoid aktivasyon fonksiyonlar1 kullanilarak her hisse i¢in ayr1 ayr1 egitilip test
edilmistir. Toplam olarak 15*15%2=450 farkli senaryo test edilmistir. Egitilen model, ilgili
hisseye ait hem egitim hem de test verileriyle beslenerek tahminler elde edilmistir. Egitim
ayarlarinda maksimum devir sayist 250, baslangic dgrenme katsayisi 0.1, mini-batch

biiyiikliigii 16 ve optimizasyon algoritmasi olarak ADAM tercih edilmistir.

Elde edilen tahminler, gercek degerlerle MAPE ve EDOC metrikleri kullanilarak
karsilastirilmistir. MAPE denklemi ise (5.1)’de verilmistir [S1].

|4i—P;]

MAPE = 100 x=YV,
N A;

(5.1)

Bu denklemde, A; zaman serisinin i’nci sirasindaki gergek (actual) degeri, P; ise 0

degere yapilan tahmin (prediction) ifade eder. Elde edilen tahminlerin ger¢ek degerden
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farklarinin, yine o gercek degere oranlari alinip toplanir. Eger toplamda N tahmin yapildigi
varsayilirsa, bu toplam N'e boliinerek MAPE elde edilir. MAPE, tahminlerin gergek

degerlere ne kadar yakin oldugunu 6l¢mek i¢in kullanilir.

EDOC, tahmin veya gercek degerlerin bulunduklar1 zaman damgasindaki yOniinii,
bir onceki zaman damgasinda gerceklesen degere gore siniflandirmak i¢in kullanilir. Bu
simiflandirma, degisim orani kullanilarak yapilmistir. Degisim orani, (5.2)’de verilen

denkleme gore hesaplanmustir.

A= Ag—1

D, =
t Ap—q

(5.2)

Bu denklemde D;, zaman serisinin t’ninci sirasindaki degisim oranini
gostermektedir. Denklemdeki diger elemanlar olan A;, t’ninci siradaki zaman damgasinin
tahmin edilen veya gergek degerini, A,_; ise (t-1)’inci siradaki zaman damgasindaki
gerceklesen degeri ifade etmektedir. Hesaplanan degisim orani kullanilarak, (5.3)’te
gosterilen sekilde EDOC siniflandirmasi yapilmastir.

Artis, D;> 0.001
EDOC = { Azalis, D, <—-0.001 (5.3)
Degismemis, Else

Bu c¢alismada, iic EDOC smifi oldugu varsayilmistir. Degisim miktar: 0.001’in
tizerinde ise ‘Artig’ (increase), -0.001’in altinda ise 'Azalis’ (decrease), bu iki deger arasinda
ise 'Degismemis’ (no change) sinifina atanmistir. Boylece, hissenin bir onceki zaman
damgasina gore degisim yonii siiflandirilmistir. Gergeklesen degisim yonii ile tahmin

edilen degisim yonleri karsilastirilarak, kullanilan sistemin dogrulugu degerlendirilmistir.

Her deneme i¢in dogru tahmin edilen EDOC sayisi, o denemedeki toplam tahmin
sayisina boliinerek dogruluk orani hesaplanmistir. Bu oran ve MAPE degerleri kullanilarak
tim denemeler siralanmis ve en iyi performans gosteren deneme sec¢ilmistir. Secilen
denemede kullanilan parametrelerle olusturulan modelin her hisse iizerindeki sonuglari
kullanilarak karisiklik (confusion) matrisleri olusturulmustur. Bu matrisler kullanilarak

kesinlik, duyarlilik, dogruluk ve F1 skoru hesaplanmistir [51, 56].

5.2 MLP ve LSTM’in Degisen Zaman Cercevelerinde Farkh Frekanstaki

Degiskenlerden Olusan Veriler Kullanilarak Denenmesi

YSA iginde bir¢ok farkli model bulundugu daha 6nce belirtilmistir. MLP, tahmin

iiretirken yalnizca mevcut zaman damgasindaki degiskenleri dikkate alarak calistigi igin
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gecmis zaman damgalar1 g6z onlinde bulunduramaz. Buna kargin, RNN o6nceki zaman
damgalarina ait verileri de kullanarak tahminler iiretir. Bu nedenle, RNN'nin zaman serisi
tahminlerinde daha iistiin bir performans sergileyebilecegi diisiiniilmektedir. Ancak, bu her
durumda gegerli olmayabilir, ¢linkii ge¢mis veriler her zaman mevcut zaman damgasindaki
sonucu etkilemeyebilir. Bu nedenle, dnceki 6rnekte oldugu gibi yeni denemeler yapilmasi
gerekmektedir. Bu 6rnekte, MLP'ye ek olarak daha once detaylica agiklanan bir tiir RNN
olan LSTM de kullanilmistir. Ayrica, farkli zaman cercevelerinde tahminlerde nasil bir
sonug elde edilecegi arastirilmistir. Ilgili hisse senetleri hakkinda daha fazla bilgi edinmek

amactyla, farkli frekanslara sahip degiskenler de kullanilmaistir.

Ikinci ornekte, ilkinde kullanilan hisselerden ve borsadan farkli olarak, YSA'nin
diger hisseler iizerindeki genellenebilirligini gozlemlemek amaciyla NASDAQ’ta islem
goren AAPL, AMD, AMZN, GOOGL, JNJ, MSFT ve NVDA kodlu hisselerin gelecek
degerleri tahmin edilmeye ¢aligilmistir. Bu hisseler rastgele secilmistir ve veriler 30 Haziran
2009'dan 3 Nisan 2024'e kadar olan borsa is giinlerini kapsamaktadir. Onceki &rnekten farkls
olarak, bu ornekte ¢esitli frekansta etkenler kullanilmak suretiyle, ilgili hisseler hakkinda
daha fazla bilgi edinilmeye calisilmistir. Kullanilan degiskenler, 3 aylik, aylik, haftalik ve
giinliik frekansta siniflandirilmistir. Bu etkenler makroekonomik, mikroekonomik ve giinliik

hisse verileri olarak ii¢ ana gruba ayrilabilir [4, 32-34].

Mikroekonomik etkenler arasinda ciro, briit kar, net gelir, FAVOK, FVOK, hisse
basina kazang, toplam varliklar, toplam yiikiimliiliikler, 6zkaynaklar, net nakit akisi ve hisse
senedine dayali tazminatlar yer almakta olup her sirketin ¢eyreksel raporlarindan alinmistir.
Ekonomide geyrek bir yili olusturan on iki aym her {i¢ aylik dilimine denir. Bu sebeple
calismada kullanilan mikroekonomik etkenlerin frekansi 3 aydir [32]. Giinliik hisse verileri
ise acilis, en yiiksek, en diisiik, kapanis, ayarlanmis kapanis fiyatlar1 ve hacmi icermektedir,
ve bu veriler giinliik frekansa sahiptir. Makroekonomik etkenler ise GSYIH, Amerikan
Merkez Bankasi'nin aylik faiz oranlari, altin fiyatlari, benzin fiyatlari, ABD Dolar1 endeksi
ve NASDAQ endeksi gibi gostergeleri icermektedir. Bu etkenlerin frekansi ise Cizelge

5.2°de verilmistir.
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Cizelge 5.2 : LSTM ve MLP’nin farkli zaman ¢ergevelerinde denenmelerinde kullanilan
verilerin makroekonomik degiskenleri ve frekanslari

Degisken Ismi Frekans
GSYIH Ceyrek Donem
Faiz Orani Aylik
Altin Fiyati Haftalik
Benzin Fiyati Giinliik
Amerikan Dolar Endeksi Giinliik
NASDAQ Endeksi Giinliik

Toplam olarak 23 degisken kullanilmistir. Farkli frekansa sahip bu degiskenlerin
tamaminin gilinliik frekansa uyarlanabilmesi icin, yiiksek frekansa sahip degiskenlerin,
yayimlandiklar1 ig glinlinden bir sonraki yayimlanma giiniine kadar olan tiim giinlerde ayni
degeri aldig1 varsayilmistir. Bu islem sonucunda tiim degiskenler giinliikk frekansa gore
tekrar eden verilere doniistliriilmiistiir. Elde edilen bu giinliik zaman serisi verisi, 2, 3, 4 ve
5 giinliik gruplar halinde yeniden diizenlenerek, farkli zaman ¢ercevelerindeki tahminler de
tiretilmeye calisilmistir. Gruplandirma islemi sirasinda, dnce bir giinliik toplam veri sayisi
istenen grup biiyiikliigline bolinmiis ve kalan giin sayisi, verilerin bagindan ¢ikartilarak
yeniden diizenlenmistir. Bu islem sonucunda, her grup i¢in istenen giin sayisina gore

gruplandirilmis yeni bir seri elde edilmistir.

Gruplandirma islemi sirasinda, her grubun ilk gilinlindeki makroekonomik ve
mikroekonomik degiskenler oldugu gibi alinmistir. Glinliik hisse verileri i¢inse, her grubun
ilk giiniinilin ag¢ilis degeri aynen kullanilmistir. Kapanis ve ayarlanmis kapanis degerleri, her
grubun son giiniindeki verilerle eslestirilmis, en yiiksek ve en diisiikk degerler ise grup
icindeki tiim giinlerin en yiiksek ve en diisitk degerlerinden segilmistir. Hacim, ilgili grup
icindeki tiim hacimlerin toplami olarak hesaplanmistir. Boylece, istenen giin sayisina gore

gruplanmis yeni zaman serileri elde edilmis ve farkli zaman cergevelerinde test edilmistir.

Elde edilen gruplandirilmis zaman serileri, egitim ve test verilerine ayrilirken dnceki
ornekte de kullanilan OOS yaklasimi benimsenmistir. Bu yontemle 1, 2, 3, 4 ve 5 giinliik
gruplar veya zaman gergeveleri igin sirasiyla son 20, 10, 7, 5 ve 4 zaman damgasi test seti
olarak ayrilmis, geri kalan veriler ise egitim seti olarak kullanilmistir. Ayrica, tiim veriler

kullanilmadan 6nce O ile 1 arasina normalize edilmistir.

Bu veriler, iki gizli katmana sahip MLP ve bir gizli katmana sahip LSTM
modellerinin egitilmesinde kullanilmistir. MLP'min katmanlarindaki algilayicit sayilari

sirasiyla 23-15-8-1, LSTM'nin ise 23-12-1 olarak belirlenmistir. Gizli katmanlardaki diigtim
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sayilari, yaklagik hesap kuralina dayali olarak sec¢ilmistir [41, 42]. MLP’de aktivasyon
fonksiyonu olarak ReLU tercih edilmis ve her iki modelde de kayip fonksiyonu olarak MSE
kullanilmistir. ReLU'nun segilmesinin nedeni gradyen kaybolma sorununa karsi daha
dayanikli olmasidir. Egitim siireci i¢in ayarlanan parametreler arasinda baglangi¢ 6grenme
katsayist 0.15, mini-batch biiyilikliigii 32 ve optimizasyon algoritmasi olarak ADAM yer
almigtir. En yiiksek devir sayisi ¢ok yliksek bir degere atanarak egitim siirecinin takip

edilmesine ve asir1 uyum olmadan elle sonlandirilmasina olanak taninmstir.

Her bir hisse i¢gin farkli zaman gergevelerinde egitim verileri kullanilarak, iki model
ayr1 ayr1 egitilmigtir. Egitilen modeller, ardindan o hisseye ait hem egitim hem de test
verileriyle beslenmis ve tahminler elde edilmistir. Bu tahminler, gercek degerlerle onceki
ornekte de kullanilan MAPE ve EDOC yontemleriyle karsilagtiriimistir. EDOC'un dogruluk

degeri ise, (5.4)’te verilen denklemle hesaplanmis ve sonuglar kisminda sunulmustur.

Toplam dogru tahmin edilen EDOC sayist
Toplam tahmin sayist

Dogruluk = (5.4)
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6. BULGULAR

Bu kisimda yapilan ¢alismadaki iki 6rnek ile elde edilen sonuglar sunulmaktadir.

6.1 MLP’nin Farkh Diigiim Sayilar:1 ve Aktivasyon Fonksiyonlari ile Denenmesinin

Sonuclari

Borsada islem goren hisse degerlerinin degisiminin yon tahmininin biiyiik bir 6neme
sahip olmasi nedeniyle, farkli aktivasyon fonksiyonlar1 ve diiglim sayilar1 karsilastirilirken
EDOC dogrulugu dikkate alinmistir. Egitilen modellere hem egitim verisi hem de test verisi
verilerek tahminler yapilmis ve bu tahminler ger¢ek degerlerle karsilastirilmistir. BIST
tizerinde yapilan denemelerde, genel olarak ReLU’nun sigmoid fonksiyonundan daha iyi
sonuclar verdigi gozlemlenmistir. Bunun nedeninin, ReLU nun tiirevinin sigmoidinkinden
daha stabil olmasi ve bu ozelligin YSA’nin egitimi sirasinda gradiyent sonlimiini
engellemesi oldugu sdylenebilir. Test verilerinin EDOC sonuglari, egitim verilerine gore
bazen daha yliksek bazen ise daha diisiik olmustur. Bunun sebebi, test verilerinin sayisinin
yalnizca 10, egitim verilerinin ise 490 olmasidir. Bu durum, egitim verilerinin daha stabil

sonugclar verirken, test verilerinin sonuglarinin dalgalanmasina yol agmistir.

Bu ornekte, en iyi sonu¢ VAKBN hissesine ait test verisi ile elde edilmis ve %90
EDOC dogrulugu saglanmistir. Diger denemelerde ise %90 EDOC dogrulugu elde
edilememistir. Bu denemede kullanilan MLP modelinin katmanlarinda sirasiyla ReLU
aktivasyon fonksiyonu ile 8-5-3-1 sayida algilayict bulunuyordu. Cizelge (6.1)’de, en iyi
deneme ile elde edilen %80 dogruluga sahip diger bazi denemelerin katmanlarindaki
algilayict sayilar1 ve MAPE ile EDOC dogruluk yiizdeleri verilmistir. Diger denemelerin
EDOC dogruluklar1 %80’in altinda oldugu i¢in basarili kabul edilmemis ve tabloda yer
almamistir. MAPE degeri en diisiik olan denemenin, ayn1 zamanda en yiiksek EDOC
dogruluguna sahip oldugu gozlemlenmis ve bu deneme c¢izelgede koyu renk ile

isaretlenmistir.
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Cizelge 6.1 : Farkh aktivasyon fonksiyonlar1 ve diigiim sayilari iceren MLP ile
yapilan denemelerden alinan en iyi sonuclar ve algilayici sayilar

Katmanlardaki Algilayict TEST Verisinin Yiizdesel EDOC
Sayilar MAPE’si Dogrulugu
8-5-3-1 2.75 %90
8-4-3-1 4.46 %80
8-6-3-1 3.47 %80
8-5-2-1 3.79 %80
8-5-4-1 4.95 %80

En iyi sonuglarin alindigi denemede, diiglim sayilarinin yaklasik hesap kuralina

uydugu gozlemlenmistir.

Sekil 6.1°de, en iyi sonucun 6grenme siireci gosterilmektedir. Grafigin y ekseninde
kayip fonksiyonunun ¢iktis1 yer alirken, x ekseninde ise dgrenme siirecindeki tur sayisi
gosterilmektedir. Bu grafikte dogrulama kaybi, modelin asir1 6grenme ya da yetersiz
O0grenme gibi sorunlar yasamadigini ortaya koymaktadir. Sekil 6.2°de ise test verilerindeki
her bir i giinii i¢in ger¢ek sonuglarla tahminler karsilastirilmaktadir. Grafikte, y ekseninde
tahmin edilen ve gergek degerler, x ekseninde ise gilinler yer almaktadir. Mavi ¢izgi
tizerindeki yildizlarla isaretlenen noktalar tahmin edilen degerleri, kirmizi ¢izgi ise gergek

degerleri gostermektedir. Buradan, tahminlerin gercek degerlerden Onemli bir sapma

gostermedigi net bir sekilde goriilmektedir.

250
y =Ogrenme Kaybi
y =Dogrulama Kayb:
200
A 150 | "‘..‘
= \
5 I‘.I‘
100 | N
\‘ \
\
50
. N . .
0 50 100 . 150 200 250
DEVIR

Sekil 6.1 : Farkli aktivasyon fonksiyonlar1 ve diigiim sayilar1 iceren MLP ile yapilan
denemelerin en iyisinin 6grenme siireci
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Sekil 6.2 : Farkli aktivasyon fonksiyonlar1 ve diigiim sayilar1 iceren MLP ile yapilan
denemelerin en iyisinin tahminleri ve gergek degerleri

Sonuglarin yalnizca belirli bir aralikta tutarli olup olmadigin1 anlamak i¢in, en iyi
sonuclar1 veren parametrelerin diger hisselerdeki test ve egitim verileriyle elde edilen

sonuclart EDOC ¢ergevesinde incelenmistir. Bu inceleme sirasinda her bir durumun

sonugclar1 karigiklik matrisleri ile sunulmustur.

Asagidaki ¢izelgeler, MLP modelinin en iyi sonuglar1 elde ettigi parametrelerle dort
farkli hisse iizerindeki performansin1 gostermektedir. Cizelge 6.4'te, her hisse i¢in sonuglar
karigiklik matrisleri seklinde verilmistir. Bu matrislerdeki P, A, I, N, D harfleri sirasiyla
tahmin, gergek, artis, degismemis ve azalis parametrelerini simgelemektedir. Bu karisiklik
matrislerine ait kesinlik, duyarlilik, dogruluk ve F1 skoru verileri ise Cizelge 6.3'te yer

almaktadir. Ayrica, her hissenin test ve egitim verileri izerinden hesaplanan ortalama MAPE

sonuglar1 Cizelge 6.2'de sunulmustur.

Cizelge 6.2 : Farkh aktivasyon fonksiyonlar: ve diigiim sayilari iceren MLP ile
yapilan denemelerin en iyisinin parametreleri ile farkh hisselerin test ve egitim
verilerinin denenmesinin MAPE sonuclar:

HISSE KODU TEST VERIiSIi MAPE | EGITIM VERISI MAPE
SOKM 4.29 3.78
OYAKC 9.01 5.84
ECILC 6.01 5.01
VAKBN 2.75 3.53
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Cizelge 6.3 : Farkh aktivasyon fonksiyonlari ve diigiim sayilari iceren MLP ile
yapilan denemelerin en iyisinin parametreleri ile farkh hisselerin test ve egitim
verilerinin denenmesinin EDOC istatistikleri

HISSE KODU TEST VERISI EGITIM VERISI
[ D N [ D N
Dogruluk 0.5 0.5 1 0.36 0.36 0.98
SOKM Kesinlik 0.5 NaN NaN 0.41 0.25 0
Duyarlilik 1 0.5 NaN 0.47 0.22 0
F1 Skoru 0.67 0 NaN 0.44 0.23 NaN
Dogruluk 0.5 0.5 1 0.36 0.36 0.99
Kesinlik 0.5 NaN NaN 0.39 0.31 NaN
OYAKC Duyarlilik 1 0.5 NaN 0.45 0.26 0
F1 Skoru 0.67 0 NaN 0.42 0.28 NaN
Dogruluk 0.3 0.3 1 0.34 0.34 0.99
ECILC Kesinlik 0.3 NaN NaN 0.40 0.25 NaN
Duyarlilik 1 0 NaN 0.43 0.23 0
F1 Skoru 0.46 NaN NaN 0.42 0.24 NaN
Dogruluk 0.9 0.9 1 0.28 0.28 0.96
Kesinlik 0.89 1 NaN 0.26 0.28 0
VAKBN Duyarlilik 1 | 05 | NaN | 026 | 028 | 0
F1 Skoru 0.94 0.67 NaN 0.26 0.28 NaN
. Dogruluk 0.55 0.55 1 0.33 0.34 0.98
BUTUN. Kosinlik 054 | 1 | NaN | 037 | 027 | 0
HISSELERIN
ORTALAMAS|_ Ruyarlilik 1 0.05 NaN 0.41 0.25 0
F1 Skoru 0.7 0.1 NaN 0.39 0.26 NaN

Cizelge 6.4 : Farkh aktivasyon fonksiyonlar ve diigiim sayilar: iceren MLP ile
yapilan denemelerin en iyisinin parametreleri ile farkl hisselerin test ve egitim
verilerinin denenmesinin karmasiklik matrisleri

EGITIM VERISI TEST VERISI
HISSE KODU A P | N D | N D
[ 5 0 0 124 1 138
SOKM N 0 0 0 6 0 3
D 5 0 0 169 2 47
[ 5 0 0 113 0 137
OYAKC N 0 0 0 3 0 0
D 5 0 0 175 0 62
[ 3 0 0 115 0 150
ECILC N 0 0 0 3 0 1
D 7 0 0 171 0 50
[ 8 0 0 61 3 172
VAKBN N 0 0 0 6 0 6
D 1 0 1 170 4 68
BUTUN HISSELERIN 21 | 0 0 | 413 | 4 | 597
TOPLAMI N 0 0 0 18 0 10
D 18 0 1 685 6 227
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Egitim verileriyle test edilen MLP’nin, hisselerin artip artmayacagina dair yon
tahminindeki %EDOC dogrulugu, farkli hisselerde benzer bir seviyeye sahip olup, genellikle
%350’nin altinda kalmistir. Ancak test verileriyle yapilan denemelerde, dogruluk oranlar
%30 ile %90 arasinda degismistir. Bu durum, daha 6nce ag¢iklandig: gibi, kullanilan test veri
miktarinin az olmasindan kaynaklanmaktadir. Bu nedenle, yon tahminlerinin rastgele

yiirliylis hipoteziyle uyumlu olarak basarisiz oldugu sdylenebilir.

Hisselerin onceki degerlerine gore degismeyeceklerine dair tahminlerin dogruluk
orani ise hem test hem de egitim verileriyle neredeyse %100’diir. Ancak, degisim olmama
durumu hi¢ dogru tahmin edilememistir. Bunun nedeni, degisim olmama durumunun ¢ok
nadir olmasi ve bu durumun tahmin edilmesinin diger durumlara kiyasla ¢ok daha az sayida
gerceklesmesidir. Bu yiizden dogruluk orani yiiksek goriinse de, degisim olmama durumu

aslinda dogru tahmin edilememistir.

Sonug olarak, ilk 6rnekte farkli aktivasyon fonksiyonlar1 ve diigiim sayilartyla elde
edilen sonuglar, parametrelerin degisiminin farkli sonuglara yol agtigin1 gostermektedir. Yon
tahmini bazi durumlarda %90 dogruluga ulassa da, genel olarak %50 nin altinda kalmistir,
bu da yon tahmininde basarili olunmadigin1 gostermektedir. MAPE sonuglar1 ise EDOC
dogruluguna gore daha tutarli olmustur. MAPE agisindan, VAKBN test verileri %2,75
dogrulukla en 1yi performansi gosterirken, OY AKC test verileri %9,01 dogrulukla en diisiik
performansi sergilemistir. Ayrica, ReLU aktivasyon fonksiyonunun sigmoid’e gore daha
basarili oldugu goézlemlenmistir. Diiglim sayilar1 ise yaygin olarak kullanilan yaklagik

hesaplama kuraliyla uyumlu sonuglar vermistir.

6.2 MLP ve LSTM’in Degisen Zaman Cercevelerinde Farkh Frekanstaki

Degiskenlerden Olusan Veriler Kullanilarak Denenmesin Sonuclari

[k 6rnekte, farkli aktivasyon fonksiyonlart ve diigiim sayilari igeren MLP ile yapilan
denemelerde hisselerin yonii basarili bir sekilde tahmin edilememistir. Bu basarisizligin
nedeni, rastgele yliriiylis teorisinde de belirtildigi gibi, hisselerin kisa vadede yiiksek
gurtltilii hareketler gostermesi olarak degerlendirilmistir. Bu durumu ¢6zmek amaciyla,
kisa donem tahmini yerine uzun donem tahminleri tercih edilerek farkli zaman
cergevelerinde denemeler yapilmistir. Bu kapsamda, ertesi giiniin tahminine ek olarak,
hisselerin iki, ii¢, dort ve bes giin sonraki degerleri de tahmin edilip karsilastirilmistir.

Ayrica, 6nceki ornekten farkli olarak yalnizca MLP kullanilmamis, LSTM de kullanilarak
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tahminler iretilmis ve karsilagtirilmistir. Bu Ornekte, onceki ornekte kullanilan giinliik

frekansa sahip 8 degisken yerine farkl frekanslar iceren 23 degisken kullanilmistir.

Bu oOrnekte kullanilan hisseler, dnceki ornekte hisselerin alindigi BIST yerine
NASDAQ borsasindan se¢ilmistir. Boylece, onerilen yontemin farkli borsalar ve hisseler
tizerinde uygulanabilirligi de test edilmistir. Tahminler yine MAPE ve EDOC ile

karsilastirilmis, ancak EDOC dogruluguna oncelik verilmistir.

Ik ornekten alman sonuglara dayanarak, ReLU aktivasyon fonksiyonu tercih
edilmistir ve diiglim sayilar1 yaygin kullanilan yaklasik hesap kuralina gore belirlenmistir.
Bu 6rnekte de iki gizli katmana sahip MLP kullaniimistir. LSTM ise tek gizli katmana sahip
olacak sekilde ayarlanmistir. Bunun se¢imin sebebi, LSTM hiicrelerinin karmasikliginin
MLP diigiimlerinden daha fazla olmasi1 ve bu durumun gizli katman sayisi arttikga modelin
asirt ogrenmesine sebep olabilmesidir. LSTM modelindeki gizli katmanda kullanilan hiicre
sayisi, giris ve c¢ikis katmanlarindaki diigiim sayilarinin ortalamasi olan 12 olarak
belirlenmistir. Bu say1, fazla hiicre kullanildiginda asir1 6grenme, az hiicre kullanildiginda
ise yetersiz 6grenme yasanmamast i¢in dikkatlice se¢ilmistir. Bu nedenle, ortalama bir deger

tercih edilmistir [57].

Ikinci &rnekte kullanilan NASDAQ’tan secilen 7 hisse senedine ait MAPE degerleri,
farkli hisse senetleri ve zaman g¢ergeveleri i¢in Sekil 6.3°te gosterilmistir. Bu grafiklerde x
ekseni bir, iki, li¢, dort ve bes giinlilk zaman ¢ergevelerini, y ekseni ise MAPE degerlerini
gostermektedir. Test ve egitim verileriyle denenen MLP ve LSTM modellerinin sonuglari
her zaman gergevesi ve hisse igin dort farkli siitun halinde sunulmustur ve her bir durum

farkli renklerle belirtilmistir.
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Sekil 6.3 : LSTM ve MLP’nin farkli hisseler i¢in test ve egitim verileri ile farkli zaman
cercevelerindeki denenmelerinin MAPE sonuglari

Genel olarak, zaman c¢erceveleri arttikca MAPE degerlerinin de arttif1
gbzlemlenmistir, ancak bu artis cok fazla degildir. Farkli zaman cergevelerinde MAPE
degerlerinde en fazla degisim, GOOGL hissesinde goriilmiistir. En yliksek MAPE
degerlerinin %20'nin biraz {lizerinde oldugu ve NVDA hissesinin ii¢ ve dort giinliik zaman
cercevelerinde LSTM ile yapilan denemelerde elde edildigi tespit edilmistir. Hisseler
arasinda ortalama MAPE degerlerine bakildiginda, en yiiksek degerlere sahip olanlar AMD
ve NVDA, en diisiik degerlere sahip olanlar ise JNJ ve MSFT'dir. Biitiin hisse senetleri i¢in
yapilan tiim denemelerin ortalama MAPE degerlerine bakildiginda, yalnizca NVDA'nin
%10,61 ile %10'un lizerinde bir degeri oldugu goriilmiistiir. LSTM ve MLP'nin test ve egitim
verileriyle yapilan denemeler karsilastirildiginda, en yliksek MAPE degerlerinin test
verileriyle denenen LSTM modelinde oldugu gézlemlenmistir. Egitim verileriyle yapilan
LSTM ve MLP denemelerinin MAPE sonuclar1 ise genellikle birbirine yakin ve ¢ok

degisken olmamuistir.

Tiim hisselere ait ortalama MAPE degerleri Cizelge 6.5'te verilmistir.
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Cizelge 6.5 : LSTM ve MLP’nin biitiin hisselerin test ve egitim verileri ile farkh
zaman c¢erc¢evelerindeki denenmelerinin ortalama MAPE sonuclari

MLP LSTM
Zaman Cercevesi Test Verisi | Egitim Verisi | Test Verisi | Egitim Verisi
Bir Giinliik 1.60 3.04 4.86 3.56
Iki Giinliik 2.33 3.58 5.73 4.10
Ug Giinliik 3.35 5.06 7.08 4.01
Dort Giinliik 2.97 5.05 8.91 4.06
Bes Giinlik 3.32 6.05 8.90 5.32

Her hisse senedinin EDOC dogruluk sonuglar1 Sekil 6.4'te sunulmustur. Bu grafikte,
MAPE sonuglarindaki gibi x ekseni zaman ¢ercevelerini artan giin sayisiyla gostermektedir.
Ancak bu kez, y ekseni EDOC dogrulugunun yilizde oranin1 gostermektedir. Egitim ve test

verileri yine ayr1 ayr1 verilmis olup, her bir veri tlirii farkli renklerle belirtilmistir.
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Sekil 6.4 : LSTM ve MLP’nin farkli hisseler i¢in test ve e8itim verileri ile farkli zaman
cercevelerindeki denenmelerinin %EDOC dogrulugu sonuglari
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Hem LSTM hem de MLP modelleri, her hisse senedinin egitim verileri ile
denendiginde, artan zaman ¢ergevelerinde EDOC dogrulugunun diizenli bir sekilde arttigi
gozlemlenmistir. Ancak, test verilerinin EDOC dogruluk degerleri aymi tutarliligi
gostermemektedir. Bunun nedeni, farkli hisseler i¢in test verileriyle yapilan denemelerde
MLP ve LSTM'in en yiiksek EDOC dogruluguna ulasan zaman gergevelerinin birbirinden
farkli olmasi ve zaman c¢ergeveleri arttikca dogrulugun siirekli artmayip, bazen

azalabilmesidir.
Tiim hisse senetlerine ait test ve egitim verilerindeki MLP ve LSTM modellerinin

EDOC dogrulugunun genel ortalamalar1 Cizelge 6.6'da sunulmustur.

Cizelge 6.6 : LSTM ve MLP’nin biitiin hisselerin test ve egitim verileri ile farkh
zaman cerc¢evelerindeki denenmelerinin ortalama ortalama %EDOC dogrulugu

MLP LSTM
Zaman Cercevesi Test Verisi Egitim Verisi | Test Verisi | Egitim Verisi
Bir Gunlik 54.29 45.70 42.86 47.70
Iki Giinliik 54.29 48.34 47.14 52.24
Ug Giinliik 57.14 50.50 59.18 54.58
Dort Giinliik 62.86 51.44 42.86 55.07
Bes Giinliik 60.71 52.05 28.57 59.74

LSTM ile elde edilen en yiiksek % EDOC dogrulugu, bes giinliik zaman ¢ergevesinde
egitim verileriyle yapilan denemelerde elde edilmistir. MLP ile ise en yliksek EDOC
dogrulugu, dort giinliik zaman cercevesinde test verileriyle yapilan denemelerde elde
edilmistir. Her iki modelin de egitim verileriyle yapilan denemelerinde dogrulugun, zaman
cergevesi arttikca ylikseldigi gézlemlenmistir. LSTM’in test verileriyle yapilan denemeleri
ise, tim sonuglar arasinda en biiyiik varyasyonlar1 gostermektedir. Bunun nedeni olarak,

daha once de bahsedilen test verilerinin sayisinin az olmasi gosterilebilir.
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7. TARTISMA

Bu calismada farkli modeller, parametreler, farkli frekanslardaki degiskenlerden
olusan verilerin ve farkli zaman ¢ergevesi kullaniminin YSA kullanilarak yapilan hisse
senedi tahminlerinin performansi iizerindeki etkisi iki ayr1 ornekte test edilmistir. Ik drnekte
MLP farkli diigiim sayilar1 ve aktivasyon fonksiyonlartyla denenmistir. Bu 6rnekten elde
edilen sonuglara gore, en iyi performans gosteren diiglim sayilarinin yaklagik hesap kuralina
uygun oldugu goriilmiistiir. Ayrica, ReLU aktivasyon fonksiyonunun, sigmoid fonksiyonuna
gore daha iyi sonuglar verdigi gozlemlenmistir. Ikinci ornekte ise, farkli frekansta
degiskenlerden olusan veriler kullanilarak LSTM ve MLP ile farkli zaman ¢ergevelerinde
tahminler yapilmistir. Bu Ornekte LSTM'in MLP'ye gore daha basarili oldugu
gbézlemlenmistir. Artan zaman ¢ercevelerinde yon tahmini dogrulugunun arttigi da fark

edilmistir.

Ik ornekten alman sonuglar degerlendirirken, bir yon tahmininin basaril
sayilabilmesi i¢in dogrulugunun %350’nin {izerinde olmas1 gerektigi belirtilmelidir. Ciinkii
%350’nin altindaki dogruluk oranlari, tahminlerin rastgele oldugunu gosterir. Elde edilen
sonuglara gore, hisselerin bir giinliik zaman ¢ercevesinde gidecegi yoniin dogru bir sekilde
tahmin edilemedigi sOylenebilir. Bu durum, hisselerin kisa vadede tahmin edilemeyecegini
savunan rastgele yiirilyiis teorisi veé EMH ile tutarhidir. Ozellikle test ve egitim verileri
incelendiginde, test verilerinin ortalama EDOC dogrulugu %55 iken, egitim verilerinin
ortalama dogrulugu sadece %35’tir. Bu, farkli zaman cercevelerinde yapilan tahminlerin de
farkli sonuglar verdigini gostermektedir. Ayni1 hisse senedinin Ongorilebilirligindeki
degisimler de dikkat cekicidir; 6rnegin, VAKBN hissesinin test verilerindeki EDOC
dogrulugu %90 iken, egitim verilerindeki dogruluk %30’dur. Bu sonuglar, hisse senedi
fiyatlarinin ne kadar 6ngoriilemez olabilecegini ortaya koymaktadir. Ote yandan, MAPE
sonuglart EDOC sonuglara gore daha tutarliydi. MAPE degeri, en diisiik %2,75 ve en
yiiksek %9,01 arasinda degigsmekte olup, farkli hisse senetleri arasinda biiyiik dalgalanmalar
gbozlemlenmemistir. Bu da, yon tahmini tam olarak yapilamasa da, gelecekteki degerler

hakkinda daha yakin tahminler yapilabilecegini gostermektedir. Ancak, hisse senedi
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yatirimlarinda yon tahmininin 6nemli bir rol oynamasi nedeniyle, MAPE sonugclar1 basarili

olsa da bu basari, genel basari iizerinde biiyiik bir etki yapmamaktadir.

Ilk 6rnekte, ReLU aktivasyon fonksiyonu, sigmoid fonksiyonuna kiyasla daha iyi
sonuglar elde etmistir. Bu farkin temel nedeni, ReLU'nun 6nceki boliimlerde de belirtildigi
gibi, gradyen sorununu daha etkili bir sekilde ¢ozmesidir. Ayrica, ReLU'nun dogrusal
olmayan iligkileri daha iyi modelleyebilmesi, karmasik veri yapilarinda {istiin performans
sergilemesini saglar. Sigmoid fonksiyonu, ¢iktiyr O ile 1 arasinda sikistirarak dogrusal
olmayan veri iligkilerini modellemede yetersiz kalabilirken, ReLU'nun dogrusal olmayan
verilere uyum saglamasi daha verimli olmaktadir. Iki fonksiyonun tiirevleri
karsilastirildiginda, bu fark daha net anlasilabilir. Sinir ag1 egitimi sirasinda, aktivasyon
fonksiyonlarmin tiirevleri alindiginda, sigmoid fonksiyonu zamanla soniimlenerek verimsiz
hale gelir ve gradyen kayb1 sorununu ortaya ¢ikarir. Oysa ReLU, negatif degerler i¢in sifir,
pozitif degerler i¢in dogrusal bir iliski kurarak bu sorunu asar ve daha hizli 6grenmeyi
miimkiin kilar. Bu durum, elde edilen sonuglara dogrudan yansimaktadir. Ayrica, digim
sayilarinin incelenmesi sonucunda, elde edilen degerlerin yaygin olarak kabul edilen
yaklasik hesap kuraliyla uyumlu oldugu gézlemlenmistir. Bu da, hisse senedi tahminleri gibi
problemlerin ¢dziimiinde, sinir ag1 modelinin se¢imi agisindan ReLU aktivasyon fonksiyonu

ve yaklasik hesap kuralinin faydali olabilecegini gostermektedir.

Yapilan 6rneklerde kullanilan verilerin karsilastirmasi, her ikisinde de ortak olan
MLP’nin bir giinlik zaman ¢ercevesinde denenmesinden alinan sonuglarin incelemesi ile
yapilmistir. Ik drnekte yapilan denemelerden elde edilen en iyi MAPE degeri 2.75 iken,
ikinci 6rnekte bu deger 1.60'dir. Bu 6nemli bir iyilesmedir. Her iki ornekte de RelLU
aktivasyon fonksiyonu tasiyan digiim sayilart yaklagik hesap kurali ile belirlenen iki gizli
katmanli MLP kullanilarak bir giinliilk zaman cer¢evesinde tahmin yapilmasina ragmen,
ikinci ornekte MAPE hatasi neredeyse yar1 yartya azalmistir. EDOC agisindan ise, ilk
ornekte egitim ve test verileriyle sirasiyla %55 ve %34 dogruluk orani elde edilirken, ikinci
ornekte sirasiyla %54 ve %45 dogruluk oranlarina ulasilmistir. Bu da EDOC agisindan da
bir ilerleme oldugunu gostermektedir. MAPE ve EDOC degerlerindeki bu gelismeler, iki
ornekte kullanilan verilerin farkli olmasi ile aciklanabilir. ilk 6rnekteki sadece giinliik
frekansa sahip 8 degiskenin kullanilmasi, ikinci Ornekte ise farkli frekanslardan 23
degiskenin kullanilmasina kiyasla YSA’nin ilgili hisse hakkinda daha az bilgi edinmesine
ve bu sebeple tahminlerin daha basarisiz olmasina yol agmis olabilir. Yani, daha 6nce de

bahsedildigi iizere hisselerin neredeyse her seyden etkilenmeleri dolayisiyla miimkiin
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oldugunca farkli bilgiler iceren ¢ok sayida degisken kullanilmasinin YSA’nin hisseler
hakkinda daha iyi egitilmesine yardimci olabilecegi ve bu sayede tahminlerin
giiclendirilebilecegi gozlemlenmistir. Bu da kullanilan degiskenlerin 6nemini ortaya

koymaktadir.

Ikinci &rnegin sonuglari incelendiginde, MLP ile test verilerinde LSTM'ye gore daha
diisiik MAPE degerleri elde edildigi goriilmistiir. Ancak egitim verilerinde, 6zellikle {i¢ ve
daha fazla giinliik zaman cercevelerinde, LSTM’in MAPE degeri daha basarili olmustur.
Verilerin ayrilmasinda, test verilerindeki zaman damgasi sayisinin egitim verilerine kiyasla
¢ok daha az oldugu daha 6nce belirtilmistir. Bu durum, test verileriyle elde edilen sonuglarin
daha fazla dalgalanmasina yol agmistir. Dolayisiyla, egitim verileriyle elde edilen sonuglarin
daha giivenilir oldugu sdylenebilir. Sonu¢ olarak, daha biiyikk zaman cercevelerinde
LSTM'in MLP'den MAPE agisindan daha basarili oldugu sonucuna varilabilir.

Ikinci 6rnegin sonuglarini EDOC agisindan inceledigimizde, LSTM ile egitim
verilerinin dogrulugunun bes gilinliikk zaman ¢erg¢evesinde zirveye ulagtigi goriilmiistiir. MLP
modeli ise test verilerinde dogrulugu dort giinliik zaman g¢ercevesinde en yiiksek seviyeye
cikarmistir. Egitim verileri acisindan hem MLP hem de LSTM modellerinde dogruluk,
zaman cergevesi arttikga yiikselmistir. Bu da daha uzun zaman cergevelerinde hisse
senetlerinin yonlerinin daha dogru tahmin edilebilecegini gostermektedir. LSTM’in test
verilerindeki sonuglar ise en biiyiik varyasyonlar1 gdstermistir. Bu varyasyon, test verilerinin
sayisinin az olmasindan kaynaklanmaktadir. Bu nedenle, egitim verileriyle elde edilen
sonuglarin daha tutarli oldugu sdylenebilir. Sonug¢ olarak, MAPE sonuglarinda oldugu gibi,
burada da LSTM'in artan zaman cergevelerinde MLP'ye gore daha iyi sonuglar verdigi

goriilmektedir.

Ikinci &rnekten elde edilen genel bulgulara gore, zaman cercevesi uzadikca
tahminlerin dogrulugunun arttig1 goriilmiistiir. Bu, hisse senetlerinin yonlerinin uzun vadede
daha dogru bir sekilde tahmin edilebilecegini gosteriyor. Ancak, artan zaman cerceveleriyle
birlikte MAPE degeri bir miktar yiikselmistir. Bu artis biiyilk olmasa da, zaman ¢ergevesi
daha da uzatildiginda, yon tahmini dogru yapilsa bile, ger¢ek degere yakinsanma oraninin
azalabilecegi diisiiniilmektedir. Yani, en fazla bes giinliik tahminlere kiyasla, aylik ya da
yillik tahminler yapildiginda, yon tahmininde bir artis olsa da, gercek degere yakinlik
azalacaktir. Bu durum, EDOC ile MAPE arasinda bir denge oldugunu gostermektedir. Bu
da, zaman cergevesini artirmanin bir noktadan sonra verimli olmayacagini

diisiindiirmektedir. Ayrica, LSTM modelinin, zaman ¢er¢evesi uzadikga MLP modeline gore
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daha iyi performans gosterdigi gozlemlenmistir. Bu, LSTM’nin uzun vadeli hisse senedi
tahmininde MLP’ye gore iistiin oldugunu ortaya koymaktadir. LSTM nin bu basarisinin,
gecmis verileri de dikkate alarak tahmin yapmasindan kaynaklandigi sdylenebilir. Bu
durum, Dow teorisiyle uyumlu olarak, hisse senetlerinin ge¢cmis degerleriyle bir iliski

oldugunu ortaya koymaktadir.

Yapilan c¢alismanin literatiirdeki diger c¢alismalarla kiyaslamasi Cizelge 7.1°de
yapilmistir. Bu ¢izelgede, 6nceki ¢alismalarin ve mevcut ¢alismanin kullandigi modellerle
elde edilen sonuglar, tahmin yapilan zaman gergeveleri ve degerlendirme yontemleriyle
birlikte sunulmaktadir. Buradan, mevcut ¢alismanin MAPE agisindan bazi ¢alismalardan
geride kalsa da, EDOC agisindan oldukga iyi bir konumda oldugu goriilebilir. Ayrica, bu
calismanin Onceki calismalardan farkli olarak c¢esitli zaman cergevelerini denedigi de
sOylenebilir. Hem regresyon analizi hem de yon tahmini yapmasi bakimindan da diger
calismalardan ayrilmaktadir. Literatlirdeki ¢aligsmalarla bu ¢alismanin sonuglari arasindaki
farklar; veri farkliliklari, ekonomik faktorler, model ve parametre farkliliklari, kullanilan
yontemler ve ongoriilen giin sayisi gibi etmenlerle agiklanabilir. Bunun nedeni, hisse senedi

piyasalarinin hizla degismesi ve pek ¢ok farkli faktorden etkilenmesidir.
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Cizelge 7.1 : YSA ile hisse senedi tahmini konusunda yapilmis bazi onceki
calismalarin ve bu ¢alismanin sonug¢lari

Yapilan Zaman Arahgi Metot Karsilastirma Sonug¢
Calisma Yontemi
[17] Sonraki giin RNN MAE 27.469
sonu LSTM 32.283
[18] Sonraki ay MLP %DOGRULUK ~%50
sonu yonu LSTM
[19] Sonraki giin MLP MAPE 4.365
sonu LSTM 3.191
[20] Sonraki giin MLP MAPE ~0.3
- ol LSTM ~0.5
[21] Sonraki giin ARIMA MAE 3.2698
sonu LSTM 3.5043
[22] Sonraki giin LSTM %DOGRULUK ~%052
sonu yonu
[23] Sonraki giin LSTM %DOGRULUK 9%53.53
sonu yonu
[25] Sonraki giin MLP MAPE ~%1
sonu
Bu ¢alisma Sonraki bir, iki, MLP MAPE 1.6
i, dort, bes LSTM %DOGRULUK |  %59.74
glin sonu

Yapilan caligmadan elde edilen sonuglar, kisa vadeli tahminlerde hisselerin

yonlerinin rastgele oldugunu, ancak zaman cergevesi arttik¢a bu yonlerin daha belirgin hale
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geldigini gostermektedir. Bu bulgular, hem hisselerin tahmin edilemeyecegini savunan
rastgele ylriiyiis hipotezi ve EMH’yi hem de hisselerin tahmin edilebilecegini 6ne siiren
Dow teorisi ve rastgele olmayan yiiriiyiis hipotezini destekler niteliktedir. Ayrica, hisse
senetlerinin yon tahmininde ¢ok uzun vadeler disinda, artan zaman ¢ergevelerinin daha iyi
sonuglar verdigi belirlenmistir. LSTM gibi ge¢mis verileri de dikkate alan yapilarin, bu tiir
tahminler icin daha etkili oldugu goriilmiistir. Farkli frekanslardan gelen, miimkiin
oldugunca fazla degiskenin kullanilmasiyla daha iyi sonuglar elde edilebilecegi
gozlemlenmistir. Ayrica, YSA parametreleri secilirken yaklasik hesap kuralinin
kullanilabilecegi gosterilmistir. Aktivasyon fonksiyonu olarak ise, ReLU’nun sigmoid

fonksiyonuna kiyasla daha iyi performans sergiledigi tespit edilmistir.

Sonuglarin genellestirilebilirligi bazi sinirlamalara sahiptir. ilk 6rnek igin, diinya
capinda her hisse senedi i¢in tiim etkili faktorlere ve veri noktalarima ulasmak ve bunlari
hesaba katmak neredeyse imkansizdir. Ayrica, tiim digim sayilar1 ve aktivasyon
fonksiyonlartyla MLP modeli iizerinde denemeler yapmak oldukca zordur. i1k 6rnekte, MLP
denemeleri, belirli bir zaman diliminde BIST'ten dar bir degisken setiyle alinan verilerle
sinirl sayida diigiim ve aktivasyon fonksiyonu kullanilarak yapilmistir. Ikinci 6rnekte de
benzer kisitlamalar mevcuttur. Yatirimer duygusu, siyaset ve popiiler kiiltiir gibi faktorler
hisse senedi fiyatlar tizerinde etkili olabilir. Ayrica, hisse senedi fiyatlari, 6rnegin bir tilke
arasindaki catigsmalar gibi durumlarla birlikte zaman i¢inde Ongoriilebilirlik agisindan
degisebilir. Farkli iilkelerdeki hisse senedi piyasalari, farkli ekonomik, sosyal ve politik
faktorlerden etkilenebilir, bu da sonuglarin her iilkede farklilik gostermesine yol agar. Ayni
piyasa i¢indeki farkli hisse senetleri arasinda da etkiler farklilik gosterebilir. Ayrica, YSA
katmanlar1 ve diiglimleri i¢in ¢ok sayida farkli kombinasyon oldugu i¢in, tiim olasiliklar: test
etmek imkansizdir. Her potansiyel kombinasyonu tiim hisse senetlerine uygulamak gergekg¢i
degildir. Bu calismada yalnizca belirli bir zaman diliminde yedi NASDAQ ve dort BIST
hisse senedi incelendiginden, genellestirilebilir sonucglar ¢ikarmak i¢in yeterli veri
bulunmamaktadir. Bu nedenle, sonuclarin genellestirilebilirligi sinirlidir. Ancak, bulgular,

hem mevcut literatiirle hem de kendi i¢indeki verilerle tutarli oldugu i¢in gegerlilige sahiptir.
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8. SONUC VE ONERILER

Bu ¢aligmada, YSA kullanarak hisse senetlerinin gelecekteki fiyatlarini tahmin
etmek i¢in farkli algilayici sayilari, aktivasyon fonksiyonlari, zaman g¢ergeveleri, modeller
ve farkli frekanslara sahip degiskenlerden olusan veriler denenmistir. Elde edilen sonuglarin,
hisse senedi tahmini gibi karmasik sorunlar1 ¢6zmeye yonelik karar destek sistemlerinin
gelistirilmesinde yardimci olmasi hedeflenmistir. Bu amagla, alandaki onceki ¢aligmalar
incelenmis ve bu ¢aligmalardan faydalanarak ilerleme kaydedilmistir. Karsilastirmalar ise

iki farkli 6rnekte yapilmistir.

[k 6rnekte, BIST'ten rastgele segilen dort hisse senedinin son giin kapanis fiyatlarim
tahmin etmek icin MLP'nin performansi, farkli aktivasyon fonksiyonlar1 ve diigiim sayilari
kullanilarak MAPE ve EDOC acisindan incelenmistir. MLP, iki gizli katmanda degisen
algilayic1 sayilart ve iki farkli aktivasyon fonksiyonu olan sigmoid ile ReLU ile test
edilmistir. En iyi sonug, 8-5-3-1 diigiim sayilariyla ve ReLU aktivasyon fonksiyonu ile
VAKBN hissesinin test verisi kullanilirken elde edilmistir. Bu diiglim sayilarinin yaklagik
hesap kuralina uymasi, gelecekteki c¢alismalarda bu kuralin  kullanilabilecegini
gostermektedir. Ayrica, ReLU'nun bu is i¢in daha uygun oldugu ve gelecekteki ¢aligmalar
i¢in tercih edilebilecegi ortaya konmustur. Sonuglarin sadece belirli bir aralikta ve tek bir
hisse {lizerinde etkili olup olmadigini gérmek amaciyla, en iyi sonuglar1 veren parametrelerle
tiim hisselerin test ve egitim verileri kullanilarak elde edilen tahminler, EDOC agisindan
incelenmistir. Tahminlerin gergcek degerlerle karsilastirilmasi sonucunda, MAPE"in diisiik
ve istikrarlt oldugu, ancak EDOC'un yiiksek oynaklik gosterdigi ve ortalama dogrulugunun
diisiik oldugu goriilmiistiir. Bu durum, secilen hisse senetlerinin belirli bir zaman dilimi
boyunca oynak ve tahmin edilemez oldugunu gdstermektedir. Sonug¢ olarak, bulgular
rastgele yiiriiyiis hipotezi ve EMH gibi hisselerin tahmin edilemeyecegini savunan goriislerle

uyumlu bulunmustur.

Ikinci drnekte, iki farkli YSA modeli olan MLP ve LSTM, farkli frekanslara sahip
degiskenlerden olusan verilerle ¢esitli zaman cercevelerinde test edilmistir. Ik calismadan
elde edilen sonuglara dayanarak, kisa vadede hisse senetlerinin tahmin edilemeyecegi
sonucuna varilmig ve bu nedenle daha uzun zaman gergevelerinde de tahminler yapilmistir.

Ayrica, ilk 6rnekte basarili oldugu gozlemlenen yaklasik hesap kurali ve ReLU aktivasyon
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fonksiyonu, ikinci ornekte kullanilan parametrelerin se¢iminde temel alinmistir. Yedi
NASDAQ hissesi iizerinde farkli zaman cergevelerinde MLP ve LSTM kullanilarak
tahminler yapilmistir. Elde edilen tahminler, ger¢ek sonuglarla MAPE ve EDOC agisindan
karsilastirilmistir. Bu ornekteki, 6nceki ornektekinden farkli olarak, makroekonomik ve
mikroekonomik 6l¢eklerde toplamda 23 farkli frekansta degiskenden olusmaktaydi. Veriler,
bir, iki, li¢, dort ve bes gilinliik zaman gercevelerine ayrilarak farkli zaman gerceveleri
olusturulmustur. Her zaman ¢ergevesi ve hisse igin MLP ve LSTM ayr1 ayri egitilmistir.
Egitilen modellere hem egitim hem de test verileri verilerek tahminler olusturulmustur. Elde
edilen bulgulara gore, zaman cergevesi biiylidiikce MAPE'in arttigi, ancak EDOC
dogrulugunun da arttig1 goézlemlenmistir. ilk 6rnek ile kiyaslandiginda, farkli frekanstan
degiskenlerden olusan verilerin kullanilmasinin daha iyi sonuglar elde edilmesine yardime1
oldugu goriilmiistiir. Ayrica, egitim verilerinin sonuc¢larinin daha stabil oldugu ve uzun
vadeli tahminlerde LSTM'nin MLP'ye gore daha iyi performans gosterdigi tespit edilmistir.
Sonug olarak, zaman gercevesi uzadik¢a hisse senetlerinin yon tahminlerinin daha dogru
yapilabildigi gdzlemlenmistir. Bu bulgular, hisse senetlerinin ge¢mis degerleriyle olan

iligkisini gosterdigi i¢in Dow teorisiyle uyumludur.

Calismadan elde edilen sonuglar, hisse senedi fiyatlarinin yoniiniin kisa vadede,
Ornegin ertesi giiniin sonunda rastgele oldugunu, ancak uzun vadede bu yoOniin
belirlenebilecegini, yani belirli bir yonde hareket ettigini gostermektedir. Bu sonuglar, hisse
senedi fiyatlarmin tahmin edilemeyecegini savunan rastgele yiiriiyiis hipotezi ve EMH gibi
goriislerle, fiyatlarin tahmin edilebilecegini ileri siiren row teorisi ve rastgele olmayan
yiiriiylis hipotezi gibi goriisleri belirli yonlerden desteklemektedir. Bir hisse senedinin
yoniiniin, artan zaman gergevesi boyutuyla beraber daha iyi tahminlenebildigi sonucuna
varilmigtir. Ayrica, LSTM gibi tahmin iretirken gegmis zaman damgalarini da kullanan
yapilarin bu tiir gorevler i¢in daha uygun oldugu gézlemlenmistir. Farkl frekanslardan gelen
cok sayida degisken igeren veriler kullanildiginda daha iyi sonuclar alindigi da
belirlenmistir. YSA parametrelerini secerken yaklasik hesap kuralinin uygulanabilecegi
gozlemlenmis, ayrica ReLU'nun sigmoid aktivasyon fonksiyonuna kiyasla daha uygun bir

tercih oldugu sonucuna varilmistir.

Gelecekteki caligmalar, daha fazla degisken ve daha eski verilerle desteklenmis,
farkli hisse senetlerinin test edilmesini igerebilirler. Bu veriler, sosyal medya ve internet
sitelerinden alinan bilgilerle zenginlestirilebilir. Tahminler, saatlik, haftalik ve aylik gibi

kisa ve uzun vadeli farkli zaman ¢ergevelerinde yapilabilir. Ayrica, farklt modeller {izerinde
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de denemeler gergeklestirilebilir. Bunun yani sira, diinya ¢capindaki ¢esitli borsalarda ve daha
uzun zaman dilimlerinde bir¢ok hisse senedi iizerinde ¢aligmalar yapilabilir. MLP ve LSTM

modelleri i¢in farkli katman ve diigiim sayilari test edilebilir.

Yapilan ¢alismanin literatiire katkilar1 su sekilde 6zetlenebilir:
* MLP modelinde, iki gizli katmandaki farkli diiglim sayilarinin performanslari, ReLU ve

Sigmoid aktivasyon fonksiyonlariyla karsilastirilmistir.

* BIST'ten dort, NASDAQ’tan yedi farkli hisse senedi kullanilmistir.

* Performans analizi i¢in hem MAPE hem de EDOC degerlendirme kriterleri kullanilmistir.
* Farkli zaman gergevelerinde tahminler yapilmis ve karsilastirilmistir.

* Hem yiiksek hem de diisiik frekansli degiskenler igeren veriler kullanilmistir.

* MLP ve LSTM karsilastiriimistir.

Bu ¢alismada, hedeflendigi gibi YSA kullanarak hisse senetlerinin tahmininde farkl
algilayict sayilari, aktivasyon fonksiyonlari, zaman ¢ergeveleri, modeller ve farkl
frekanslardan degiskenler igeren veriler test edilmistir. Elde edilen sonuglar sunulmus ve
yorumlanmistir. Gelecekte, hisse senedi tahmini gibi karmasik problemlerin ¢éziimiinde bu

calismadan elde edilen sonuglarin kullanilabilecegi s0ylenebilir.
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