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Bu tez c¢alismasinda gelisen e-ticaret sektorii ile dagitim merkezlerinde ilerleyen
otomasyon teknolojileri ve getirdigi biiyiik veri iizerinde istatistiksel metotlar, makine
O0grenmesi ve derin 0grenme algoritmalar1 ile kestirimeci bakim yontemi c¢aligilmistir.
Yiiksek verimlilik hedefleri, gelisen teknoloji ile kompleks hale gelen sistemler ve artan
ekipman sayis1 sebebiyle bakim siiregleri de verimliligini arttirmak zorunda kalmistir. Bu
sebeple veri biliminin bakim siire¢lerine entegre edilmesi zorunlu hale gelmistir. Ancak
sistemlerin Urettigi verilerin analize hazir olmasi i¢in ara sistemler ve yazilimlarin
devreye alinmasi gerekmektedir.

Bu calismada verinin toplanmasi ve analiz i¢in hazirlanmasi adimlarinda uygulamaya
0zel yazilimlar gelistirilmistir. Toplanan veriler icinde motorlarin hedeflenen ve anlik
hizlar1 arasindaki sapma degerleri ile olusturulan zaman serilerinde SARIMA, Gradient
Boosting, XGBoost, LSTM ve Prophet algoritmalar ile gelecek deger tahmini yapilarak
gerceklesen deger ile karsilastirilmistir. Sonuclarda RMSE ve MAE parametreleri
kullanilarak algoritmalarin performans karsilastirilmasi yapilmis, algoritmalarin avantaj
ve dezavantajlarina deginilmistir. Sonuglar ile faydali olabilecek algoritmalar ve olasi
senaryolar belirlenmistir.

Anahtar Kelimeler: Kestirimci Bakim, Makine Ogrenmesi, Derin Ogrenme,
Ayrigtirma/Dagitim Sistemleri
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In this thesis study, predictive maintenance methods are explored using statistical
methods, machine learning, and deep learning algorithms on the large-scale data
generated by evolving automation technologies in distribution centers and the growing e-
commerce sector. Due to increasing efficiency goals, the complexity of systems driven
by advancing technology, and the rising number of equipment, maintenance processes
are also required to improve their effectiveness. As a result, integrating data science into
maintenance operations has become essential. However, for system-generated data to be
ready for analysis, intermediate systems and software tools must be implemented.

In this study, custom software applications were developed for data collection and
preprocessing specific to the application context. Using the time series generated from
the deviation between the target and actual speeds of motors, future values were predicted
using SARIMA, Gradient Boosting, XGBoost, LSTM, and Prophet algorithms, and these
predictions were compared with the actual values. The performance of the algorithms was
evaluated using RMSE and MAE metrics, and the advantages and disadvantages of each
algorithm were discussed. Based on the results, potentially useful algorithms and
applicable scenarios were identified.
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1. GIRIS

Son yillarda kiiresel Olgekte e-ticarette yasanan hizli bliylime, siparis karsilama
(fulfillment) siireglerinin etkinligini kritik hale getirmistir. Ozellikle 2020 sonrasi
donemde artan cevrimigi talep, depo operasyonlarinda hiz ve dogruluk beklentilerini
yiikseltmistir. Bu durum, isletmeleri rekabetci kalabilmek icin otomasyon ve ileri
teknolojilere yoneltmistir. Nitekim akademik literatiirde de e-ticaret lojistiginde
verimliligi artirmak amaciyla depo otomasyonu ve dijital doniisiim konularina yogun ilgi

gosterilmektedir (Li vd., 2022; Zhen ve Li, 2022).

E-ticaret siparis karsilama siire¢lerinde otomasyonun en belirgin katkilarindan biri
operasyonel verimlilik artisidir. Depo i¢i otomasyon, siparis isleme hizin1 yilikseltmekte
ve hata oranlarmni azaltmaktadir. Ornegin, robotik depo sistemleri sayesinde insan is
gliciiniin yiirlime mesafesi ve ellecleme siireleri 6nemli 6l¢giide kisalmakta, bdylece birim
zamanda daha fazla siparis dogru sekilde islenebilmektedir. “Par¢adan insana”
prensibiyle ¢alisan otonom mobil robotlar (Robotic Mobile Fulfillment Systems, RMFS)
ve otomatik depolama/geri cagirma sistemleri (AS/RS), depo islemlerinde kesintisiz bir
akis saglayarak verimliligi maksimize etmektedir. Robot destekli siparis toplama
sistemlerinin uygun planlama ve koordinasyon algoritmalariyla siparis karsilama
srelerini belirgin bigimde kisalttigi vurgulanmistir (Li vd., 2022). Otomasyonun
sagladigi hiz ve dogruluk artisi, operasyonel maliyetleri diigiiriirken ayn1 zamanda
calisanlarin i yiikiini de hafifletmektedir. Bunun yaninda dijital teknolojilerin
entegrasyonu sayesinde ger¢ek zamanli envanter takibi ve seffaf bilgi akist miimkiin
olmakta, tedarik zinciri genelinde siirecler daha siki1 koordine edilebilmektedir (Tubis ve
Rohman, 2023). Biitiin bu iyilestirmeler, sonug olarak miisteriye daha hizli, hatasiz ve

giivenilir hizmet sunulmasini saglamaktadir.

Otomasyonun miisteri deneyimine etkileri de en az operasyonel kazanimlar kadar
onemlidir. E-ticaret miisterileri, siparislerinin hizla hazirlanmasin1 ve vaat edilen
siirelerde eksiksiz teslim edilmesini beklemektedir. Depo otomasyonu, siparislerin daha
kisa silirede kargoya verilmesine olanak taniyarak teslimat siirelerini kisaltir ve bu da

miisteri memnuniyetini artirir (Li vd., 2022). Ornegin, biiyiik e-ticaret sirketleri (Amazon,



JD.com vb.), yliksek otomasyon diizeyine sahip akilli depolar kurarak hem operasyonel
miikemmeliyet saglamakta hem de miisteri beklentilerini karsilamaktadir. Otomasyon
sayesinde siparis hata oranlarinin diigmesi de miisteri deneyimini iyilestiren bir unsurdur;
yanlis veya eksik gonderimlerin asgariye inmesi, iade ve sikayetlerin azalmasini saglar.
Ayrica, bitiinlesmis bilgi sistemleri araciligiyla miisterilere siparislerinin durumu
hakkinda anlik bildirimler (6r. paketleme, kargoya verilme, teslimat takibi)
iletilebilmekte, bu da giiven duygusunu pekistirmektedir. Kisacasi, otomasyon sadece
isletme i¢i verimliligi degil, dis miisteri memnuniyetini ve sadakatini de olumlu yonde

etkilemektedir (Li vd., 2022; Tubis ve Rohman, 2023).

E-ticaret fulfillment alaninda kullanilan otomasyon teknolojileri hem fiziksel otomasyon
ekipmanlarin1 hem de dijital bilgi sistemlerini kapsamaktadir. Fiziksel otomasyonda 6ne
¢ikan teknolojiler arasinda robotik sistemler ilk siradadir. Otomatik yonlendirilen araglar
ve otonom mobil robotlar (AGV/AMR), depolardaki raflar1 veya iiriin konteynerlerini
alip toplayici istasyonlara tasiyarak “iriinden insana” (parts-to-picker) is akisinm
gerceklestirmektedir. Bu yaklagim, Amazon’un Kiva robotlar1 ile endiistride
yayginlasmis ve maniiel yiirliylis mesafesini ortadan kaldirarak siparis toplama hizini
dramatik sekilde artirmistir (Aldarondo ve Bozer, 2022). Benzer sekilde, AS/RS
sistemleri dikey depolama raflarinda robotik asansorler kullanarak tirlinleri otomatik
olarak depolamakta ve gerektiginde hizlica getirmektedir. Bu tip robotik ¢dziimler, depo
alaninin etkin kullanimini saglarken insan hatalarini da en aza indirmektedir (Zhen ve Li,
2022). Konveyor bantlar1 ve otomatik ayirma (sortation) sistemleri de yiiksek hacimli
Siparislerde tiriinlerin ayristirilmast ve paketleme istasyonlarina yonlendirilmesinde
yaygin bicimde kullanilmaktadir. Bunlarin yan1 sira bazi depolar, envanter sayimi veya
acil kii¢iik paket ulastirma gibi gorevler i¢in drone teknolojisini denemektedir (deneysel
uygulamalar olarak). Genel olarak, fiziksel otomasyon teknolojileri depo i¢i islemlerde
hiz, kapasite ve tutarlilik saglama hedefiyle devreye alinmaktadir (Tubis ve Rohman,
2023).

Dijital teknolojiler cephesinde, Nesnelerin Interneti (IoT) ve sensdr aglari, e-ticaret
depolarinin vazgecilmez unsurlart haline gelmistir. RFID etiketleri, barkodlar ve

sensorler araciligiyla tirlinler ve siparisler gercek zamanli olarak izlenebilmekte, boylece



envanter goriinlirliigli artmakta ve sistem genelinde anlik veri akis1 saglanmaktadir. Bu
veriler, gelismis Depo Yonetim Sistemleri (WMS) ve diger bilgi sistemleri araciligiyla
toplanarak biiylik veri analitigi ve yapay zeka uygulamalarina girdi olusturmaktadir

(Tubis ve Rohman, 2023; Zheng vd., 2020).

Gelisen otomasyon sistemleri ekipman sayisini, ¢esidini ve karmasikligini artirmistir.
Yeni nesil sistemler, sensorlerden saglanan verilerle biiyiikk Olgekli veri setleri
iiretilmesine ve bakim siireclerine yapay zeka, makine 0grenmesi ve derin 6grenme
tabanli yaklagimlarin entegrasyonuna zemin hazirlamaktadir. Bu dijitallesme siireci,
bakim operasyonlarinin proaktif hale getirilmesine ve sistem giivenilirliginin
artirilmasina ydnelik {ist diizey iggériiler saglamaktadir. Ozellikle Nesnelerin Interneti
(IoT) altyapilar1 ve bagli sensor sistemleri, gergek zamanli veri akigini miimkiin kilmakta;
boylece ¢evre kosullarindaki degisimler, titresim, sicaklik ve enerji tiiketimi gibi
parametrelerdeki anomaliler anlik olarak izlenebilmekte ve analiz edilebilmektedir (Ucar

vd., 2024; Kvak ve Straka, 2024).

IoT sensorleri ve diger kaynaklardan elde edilen biiyiik veri setleri, gelismis veri analitigi
ve yapay zeka yontemleriyle islenerek ariza 6ngdriisii modellerinde kullanilmaktadir. Bu
veriler iizerinden makine 6grenmesi ve derin 6grenme modelleri egitilerek kalan dmdar
tahminleri (RUL) ve anomali tespitleri gerceklestirilmektedir; bu da ekipman arizalarinin
onceden tahmin edilerek plansiz duruslarin 6nemli 6l¢iide azaltilmasini saglamaktadir.
Bu sayede bakim stratejileri daha etkin planlanmakta, birim zaman basina operasyonel
giivenilirlik ylikselmekte ve hatali bakim uygulamalarindan kaynaklanan maliyetler

azaltilmaktadir (Ucar vd., 2024; Kvak ve Straka, 2024).



1.1. Sistem Bilgileri

Bu bolimde tizerinde c¢alistigimiz kapali dongii dagitim/ayristirma (Loop Sorter)
tanitilacaktir.
Dagitim/ayristirma sistemi temel olarak 3 boliimden olusmaktadir;
e Paket Besleme (Infeed)
Bu boliim sistemi diger sistemlerle baglayan sabit hizli giris konveyorleri ve
sonrasinda paket boyutlarinin 6l¢iimiinii saglayan sensor bariyeri ve devaminda
degisken hizli konveyorlerden olusmaktadir. Bu bolimiin temel amact paketi
dongu icerisindeki misait alana aktarmaktir. Bu boliimde sabit hizli 6, degisken
hizli 5 adet konveyor bulunmaktadir.
Alt Komponentler;
o Motor & Siriict
o Encoder
o Reflektorli sensorler
o Isik bariyeri
e Ana Konveyor (Loop)
Ana konvey0r 8-10 arasi siiriicli ile kontrol edilen lineer motorlardan olusur.
Maksimum kapasitede 1000-1400 aras1 paket tasiyabilir ve 15000 paket/saat
kapasiteye ulasabilir.
Alt Komponentler;
o Motor & Sur(cl
o Encoder
o Reflektorli Sensorler
o Boyut 6l¢tim kamerasi
o Lazer

o Barkod okuyucu

e (Cikis Konveyori (Chute)

Paketlerin ayristirildig: ve sistemden ¢iktig1 boliimdiir.
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2. KURAMSAL TEMELLER ve KAYNAK ARASTIRMASI

2.1. Bakim Tiirleri ve Ozellikleri

2.1.1. Diizeltici Bakim (Corrective Maintenance)

Diizeltici bakim (reaktif bakim) bir ariza meydana geldikten sonra yapilan onarim ve
bakim faaliyetlerini ifade eder. Bu yaklasimda ekipman, bozulana kadar isletilmeye
devam eder ve bakim ihtiyaci ortaya ¢iktiginda miidahale edilir. Run-to-failure olarak da
bilinen bu strateji, kisa vadede bakim maliyetlerini en aza indirse de beklenmedik arizalar
nedeniyle uzun durus siirelerine ve buna bagl tiretim kayiplarina yol acabilir. Bu nedenle
diizeltici bakim genellikle kritik olmayan ve kolay tamir edilebilen ekipmanlar i¢in uygun
goriiliir; hayati sistemlerde kullanimi ise plansiz duruslar ve ikincil hasarlar nedeniyle
risklidir. Ornegin, bir aydmlatma ampuliiniin ancak patladiktan sonra degistirilmesi,
kritik olmadigi i¢in diizeltici bakima uygun bir yaklasimdir (Moleda vd., 2023; Fausing
Olesen ve Shaker ,2020).

2.1.2. Onleyici Bakim

Onleyici bakim (proaktif bakim), arizalar1 heniiz meydana gelmeden 6nlemek amaciyla
ekipmanlarin belirli periyotlarla planli bakim ve kontrollerinin yapilmasidir. Bu
yontemde bakim zamanlar iiretici tavsiyeleri, tecriibe veya MTBF (Arizalar Arasi
Ortalama Siire) gibi istatistiksel veriler temel alinarak &nceden belirlenir. Ornegin, bir
otomobilin her 10.000 km’de bir periyodik bakima alinmasi dnleyici bakim stratejisine
tipik bir 6rnektir. Diizenli yaglama, ayarlama, parca degisimi ve muayene gibi islemlerle
ekipmanlarin daima iyi durumda kalmasi ve beklenmedik duruslarin azaltilmasi
hedeflenir. Planli bakim sayesinde ekipmanimn Omrii uzatilabilir ve ariza riski
diistiriilebilir; ancak her tiirlii arizay: biitiiniiyle engellemek miimkiin degildir. Kapsam
dis1 kalan bilesenler yine arizalanabilir ve gereginden sik parca degisimi, yeni pargalarin
gizli kusurlar1 veya montaj hatalar1 sebebiyle beklenmedik sorunlara yol acabilir. Ayrica,
Onleyici bakimin bir dezavantaji, bakim siirelerinin liretim programina gore planlanmasi

gerekliligi ve bunun getirdigi maliyetlerdir; bu nedenle bakim araliklarini {iretim



takvimiyle optimize etmek 6nem kazanir (Moleda vd., 2023; Fausing Olesen ve Shaker
,2020).

2.1.3. Kestirimci Bakim (Predictive Maintenance)

Kestirimei bakim (tahmine dayali bakim), ekipmanlarin durumunu siirekli izleyip veri
analizi yaparak arizalar meydana gelmeden hemen Once bakimin gergeklestirilmesini
amaglar. Bu yaklagim, kosul tabanli bakimin bir alt tiirli olarak, makine sagliginin gercek
zamanli izlenmesi ve gecmis performans verilerine dayanarak gelecekteki arizalarin
olusacagi zamanin 6ngoriilmesi prensibine dayanir. Boylece bakim faaliyetleri “ihtiyac
aninda” en uygun zamanda yapilir ve bu sayede hem planli durus siireleri hem de

beklenmedik ariza duruslari en aza indirilebilir (Moleda vd., 2023; Zonta vd., 2020).

Kestirimci bakim uygulamalarinda titresim analizi, termal kamera ile sicaklik izleme
(termografi), yag analizi, akustik sensorlerle ses takibi ve elektrik motoru akiminin
izlenmesi gibi zarar vermeyen durum izleme tekniklerinden yararlanilir. Bu sensor
verileri, istatistiksel yontemler veya yapay zeka destekli algoritmalar ile islenerek
ekipmanin kalan kullanim 6mrii (Remaining Useful Life, RUL) tahmin edilir ve bakim
ihtiyacinin ne zaman kritik hale gelecegi belirlenir (Rigas vd., 2024). Ornegin, bir
makinenin titresim verilerindeki normalin iizerindeki artis egilimi sayesinde rulman
arizas1 olusmadan Once tespit edilip ilgili parca planli olarak degistirilebilir. Kestirimci
bakim, enerji iiretimi, havacilik ve imalat gibi giivenilirligin kritik oldugu sektorlerde de
yaygin olarak uygulanmaya baslamistir (Ersdz vd., 2022; Moleda vd., 2023; Fausing
Olesen ve Shaker ,2020).

Son yillarda Endiistri 4.0 ile nesnelerin interneti (IoT) cihazlar1 ve makine 6grenimi
algoritmalari, kestirimci bakimin merkezinde yer almaya baslamistir. Biiyiik veri analitigi
ve derin 0grenme teknikleri, gegmis ariza kayitlarindan 6grenerek gelecekteki arizalari
ongormeyi ve ekipmanlardaki anormallikleri gergek zamanli tespit etmeyir miimkiin
kilmaktadir. Literatiirde kestirimei bakim i¢in yapay sinir aglari, karar agaclar1 ve diger
makine Ogrenimi modellerinin ariza teshisi ile kalan Omiir tahmininde basariyla

uygulandigi bildirilmektedir (Carvalho vd., 2019; Ers6z vd., 2022).



Kestirimci bakimin sagladigi baslica kazanimlar arasinda beklenmedik duruslarin en aza
indirilmesi, ekipman verimliliginin artirilmasi, gereksiz bakim maliyetlerinin
diistiriilmesi, iiretim siiresinin maksimize edilmesi ve is gilivenliginin iyilestirilmesi
bulunmaktadir (Ers6z vd., 2022; Vita vd., 2023).

2.1.4. Karsilastirmah Analiz

Asagidaki tablo, bakim tiirlerinin temel kriterler izerinden karsilastirmasini sunmaktadir.

Cizelge 2.1. Bakim Tiirleri Karsilastirmasi

Kriter Diizeltici Bakim Onleyici Bakim Kestirimci Bakim

y Zaman temelli planh  Veri temelli bakim
Tanim Ariza sonrasi midahale

bakim (durum izleme)
Ver_i' ' Dsiik Orta Yiksek (s.ensijr,
Gereksinimi analiz)
Maliyet (ilk
alivet (i Dustk Orta Yiksek
yatirim)
Uzun Vadeli
2y ) : Yiiksek Orta Disik
Maliyet
Sist
stem - Disiik Orta Yiiksek
Kullanilabilirligi
Ariza Onl
riza Lnieme Duisiik Orta Yiiksek
Etkisi
Planlama . Dinamik, veri
L. Yok Takvim tabanli
Gereksinimi tabanli

Bu karsilastirma, kestirimci bakimin uzun vadede daha siirdiiriilebilir ve verimli bir
yaklagim sundugunu ortaya koymaktadir. Ancak bu yontemin uygulanabilirligi; veri

altyapisi, kurumsal yetkinlik ve ilk yatirim kapasitesine baghdir.

Diizeltici, onleyici ve kestirimci bakim tiirleri, farkli operasyonel ihtiyaglara ve risk
profillerine gore se¢ilmektedir. Modern endiistride, 6zellikle veri analitigi ve yapay zeka
teknolojilerinin gelismesiyle birlikte, kestirimci bakim stratejileri 6n plana ¢ikmaktadir.

Bununla birlikte, her sektor ve sistem i¢in en uygun bakim stratejisinin, ekipman tiirii,



iiretim hacmi, maliyet yapis1 ve risk toleransi gibi faktorler géz 6niinde bulundurularak

belirlenmesi kritik éneme sahiptir (Serradilla vd., 2022; Rana, 2025).

2.1.5. Kestirimci Bakim Makine Ogrenmesi Algoritmalar

Kestirimei  bakim  (Predictive  Maintenance-PdM), endiistriyel  ekipmanlarin
arizalanmadan 6nce durumunu izleyerek bakim ihtiyaclarini tahmin etmeyi amaclayan
bir stratejidir. Bu yaklasim, bakim maliyetlerini azaltirken operasyonel verimliligi artirir.
PdM’nin basarisi, kullanilan makine 6grenmesi algoritmalarinin etkinligine baglidir. Bu
boliimde, PAM uygulamalarinda sikc¢a tercih edilen makine Ogrenmesi algoritmalari
teknik parametreleriyle birlikte incelenmistir (Lekidis vd., 2024; de Andrade Melani vd.,
2021).



Cizelge 2.2. Kestirimci Bakim Amagli Kullanilan Algoritmalar

] Temel ] ]
Algoritma Avantajlar Dezavantajlar | Kullanim Alanlan
Parametreler
. max_depth, Kolay e o .
Karar Agaglar . . . Asiri 68renme riski Ariza teshis
. min_samples_split yorumlanabilir, N . .
(Decision Trees) . yuksektir modelleri
, Criterion hizh galigir
n_estimators, Asirt 6grenmeye  Egitim siresi Coklu ariza
Rastgele Ormanlar i . o
max_depth, karsi direngli, uzundur, bellek trlerinin
(Random Forest) . N
bootstrap ylksek dogruluk  kullanimi fazladir  siniflandirilmasi

Destek Vektor
Makineleri (SVM)

Yapay Sinir Aglari
(ANN)

K-En Yakin Komsu
(KNN)

XGBoost

Zaman Serisi
Modelleri
(ARIMA/LSTM)

C, kernel, gamma

hidden_layers,
activation, solver,
alpha

n_neighbors,
weights, metric

n_estimators,
learning_rate,
max_depth

P, d, g (ARIMA);
units, activation,
optimizer (LSTM)

Karmasik
siniflarda gtigla
performans, kiicik
veri setlerinde
etkilidir

Karmasik iliskileri
ogrenebilir, yiksek
dogruluk saglar

Basit ve
sezgiseldir,
parametrik
olmayan yaklasim

Hizli ve yiksek
dogruluk, asin
6grenmeye karsl
direncli

Zaman
bagimliliklarini
modellemede
etkilidir
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Bulyuk veri
setlerinde yavas
calisir, parametre
ayari zordur

Bulyuk veri ve
islem giict
gerektirir, asiri
o6grenme riski
vardir

Blylk veri
setlerinde yavas
calisir, bellek
kullanimi fazladir

Parametre ayari
karmasiktir,
hesaplama
maliyeti ylksektir

LSTM'ler blyiik

veri ve islem glicl
gerektirir, ARIMA
lineer varsayimlar

yapar

Anomali tespiti ve
siniflandirma

Sensor verilerinin
analizi, ariza
tahmini

Basit kestirimci
bakim
uygulamalari

Kalan kullanim
omri tahmini,
ariza

siniflandirmasi

Sireg trend
tahmini, zaman
serisi analizi




2.2. Zaman Serileri

Calismada kullanilan makine ve derin 6grenme algoritmalari1 zaman serileri analizi igin

kullanilan yontemlerdir.
2.2.1. SARIMA

SARIMA (Seasonal AutoRegressive Integrated Moving Average) zaman serisi verileri
izerinde calisan klasik istatistiksel bir modeldir.
Temel bilesenleri sunlardir:
e Seasonal (Mevsimsel): Yilin belirli donemlerinde tekrarlayan desenlerin (pattern)
modellenmesi.
e AR (AutoRegressive): Gegmis degerlerin simdiki degeri etkiledigi kisim (6rnek:
y(t-1), y(t-2) vs.)
e [ (Integrated): Serideki trendi ortadan kaldirmak i¢in fark alma (differencing)
islemi.
e  MA (Moving Average): Onceki hata terimlerinin simdiki degeri etkiledigi kisim.
SARIMA (p, d, q) (P, D, Q) s parametreleriyle yapilandirilir:
e p,d, g — normal ARIMA parametreleri
e P, D, Q — mevsimsel ARIMA parametreleri

e s — mevsim uzunlugu (6rnek: saatlik veri i¢in 24, giinliik veri i¢in 7 gibi)

SARIMA modeli su sekilde ifade edilir:

SARIMA(p,d,q)(P,D, Q) (2.1)

Genel formil:

®,(B*)d,(B)(1 — B)*(1 — B*)"y, = 04(B*)8,(B)e; (2.2)
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Buradaki terimler:

Y, . Zaman serisindeki gdzlem

B : Gecikme operatori

¢, (B) - p dereceli AR (Auto Regressive) polinomu
84(B) : q dereceli MA (Moving Average) polinomu
®,,(B*) : P dereceli mevsimsel AR polinomu

04 (B®) : Q dereceli mevsimsel MA polinomu

d : Fark alma derecesi

D : Mevsimsel fark alma derecesi

s : Mevsimsel periyot

Olarak ifade edilmistir (Bontempi vd., 2020; Kumar Dubey vd., 2021).

2.2.2. Gradient Boosting Regressor (GBR)

Gradient Boosting, zayif tahmincilerin (genellikle kiigiik karar agacglar1) ardisik olarak
birbirlerinin hatalarini diizelttigi bir yontemdir.

e Model her adimda mevcut hata (residual) {izerine odaklanir.

e Kayip fonksiyonun (loss function) negatif gradyanin takip ederek yeni modeller

uretilir.

Ana akis:

e Ik basit model olusturulur.

e Kalan hatalar hesaplanir.

¢ Yeni model bu hatalar1 azaltmaya calisir.

e Adim adim toplanarak gii¢lii bir ansambl model elde edilir.

12



Gradient Boosting modeli, kayip fonksiyonunun negatif gradyaninit minimize ederek
ardisik modeller insa eder.

Baslangig:
n
Fo(x) = argmin > LO3,Y) 23)
i=1

Her iterasyonda:

1. Gradyan (residual) hesaplanir:

oL(y;, F(x;
O e e
2. Yeni bir model hm(x) residual’lere fit edilir.
3. Model gincellenir:
Fn(x) = Fpm1 (%) 4+ vymhm (x) (2.5)

Burada:
V : dgrenme orani (learning rate)

Ym : adim biiytikliigii (line search ile bulunur)

Olarak ifade edilmistir (Bontempi vd., 2020).

2.2.3. XGBoost (Extreme Gradient Boosting)

XGBoost, Gradient Boosting’in optimize edilmis ve giiclendirilmis bir versiyonudur.
One ¢ikan dzellikleri:

e Regularization (diizenlilestirme) icerir — asir1 6grenmeyi azaltir.

e Sparsity-aware split yapabilir — eksik veri ile bile etkili ¢alisir.

o Tree pruning (aga¢ budama) ile daha kompakt modeller olusturur.

13



e Paralel islem destekler (multi-threaded).
Matematiksel olarak optimizasyon, ikinci dereceden Taylor serisi ag¢ilimi kullanarak
yapilir (loss fonksiyonunun hem birinci hem ikinci tiirevlerini kullanir).
XGBoost modeli, ikinci dereceden Taylor serisi agilimi ile optimizasyon yapar.

Amag fonksiyonu:

n

£O =31 (790 + £i0)) + 00 (26)

i=1
Burada:

[ : Kayip fonksiyonu
1 T
Q(f) =yT + E?\Z w}
j=1

T : Agagtaki yaprak sayis1
w;: Yaprak skorlari
y, A : Diizenlilestirme parametreleri

Taylor ikinci dereceden agilimi ile:

n

1
£O =y |afie) + 3 s e + () @7)

i=1
gi: birinci tlrev (gradient)
h;: ikinci turev (Hessian)

Her split’te split gain su sekilde hesaplanir:

1( G Gk (GL+GR)2>_ 28

Gain = = -
MM =o\H +2 "HR+A H_+Hg+A

e Gi, Gr: sol ve sag alt gradient toplam1

e Hu, Hr: sol ve sag alt Hessian toplami1

(Chen ve Guestrin, 2016; Li vd., 2022).

14



2.2.4. LSTM (Long Short-Term Memory)

LSTM, o6zellikle sirali veriler i¢in gelistirilmis bir tiir RNN (Recurrent Neural Network)
mimarisidir.
RNN’lerin uzun zaman araliklarindaki bilgi tasimakta yasadigi vanishing gradient
problemi ¢6zmek i¢in tasarlanmistir. (Eang ve Lee, 2024)
Temel yapr taglari:

o Forget Gate: Hangi bilgiyi unutmamiz gerektigine karar verir.

o Input Gate: Hangi yeni bilgiyi hiicreye ekleyecegimize karar verir.

e Output Gate: Hiicre durumunun hangi kisminin ¢iktiya aktarilacagin belirler.
LSTM hiicresi soyle calisir:

o Bilgi tasima kapasitesi uzun sekanslar boyunca korunur.

o Gegmis saatlerde/dakikalarda/saniyelerde olan bir olay1 hatirlamak i¢in idealdir.

Bir LSTM hiicresinde asagidaki denklemler calisir:

Forget Gate:
fir = O'(Wf Nhe—q, x¢] + bf) (2.9)
Input Gate:
i =o(W; - [he_q, x:] + b;) (2.10)
C, = tanh(W, - [h,_q1, %] + bc) (2.11)
Cell State Update:
Co=fr*Coq +ip*C, (2.12)
Output Gate:
o, = o(W, - [he—q, x¢] + by) (2.13)
h; = o; * tanh(C}) (2.14)
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Burada:

o : sigmoid aktivasyon fonksiyonu
tanh : tanh aktivasyon fonksiyonu
W ve b : Agirlik ve biaslar

x; : Giris verisi

h._; : Bir 6nceki gizli durum

(Hochreiter ve Schmidhuber, 1997; Shiri vd., 2023).

2.2.5. Prophet

Prophet, Facebook tarafindan gelistirilmis, kullanic1 dostu bir zaman serisi modelidir.
Model, ii¢ ana bilesenin toplami olarak kurulmustur:

e Trend: Veri setinin genel yiikselis veya diisiis yonii.

o Seasonality: Giinliik, haftalik, y1llik gibi periyodik degisimler.

o Holidays/Events: Anomali yaratabilecek 6zel glnler.

Prophet modeli:

y(t) = g(t) + s(t) + h(t) + ¢ (2.15)
Bilesenler:
g(t) : Trend fonksiyonu (Lineer veya lojistik buyime)
s(t) : Sezonsallik (Fourier serileri ile hesaplanan)
h(t) : Tatillerin ve 6zel gunlerin etkisi

€, . Hata terimi (beyaz guraltd)

Trend Modeli (Piecewise Linear):

git) =k +a@®™dt+ (m+a®)Ty) (2.16)
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k: baslangic egimi

m: baglangic sapmasi

o: kirilma noktalarindaki degisim

a(t): kirilma noktalar1 sonrasinda 1 olan binary vektor

Sezonsallik (Fourier Serisi Yaklagimi):

N
2mint _ [21nt
s(t) = z (an cos ( ) + b, sm( )) (2.17)
P P
n=1
e P: periyot
(Taylor ve Letham, 2021; Parizad ve Hatziadoniu, 2021).
Cizelge 2.3. Algoritma Karsilastirma Tablosu
. Gradient
Ozellik SARIMA XGBoost LSTM Prophet
Boosting
Derin
Lineer, Ensemble, Ensemble, Bilesen
Model Tipi 0grenme,
sezonsal sequential optimized temelli
hafizal
Hiz Orta Yavas Hizh Yavas Hizh
Sezonsallik Ozellik Ozellik ) Fourier
Parametrik Ogrenme ile
Yonetimi mihendisligi | mihendisligi serisi ile
Overfitting
Disuk Orta Orta Yiiksek Disuk
Riski
Veri Miktari
_ Orta Yiksek Orta/Yuksek Yiksek Dusuk/Orta
Ihtiyaci
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3. MATERYAL ve YONTEM

Bu calismada lojistik amagli bir dagitim/ayristirma tesisinin ¢iktilar1 analiz igin

diizenlenmis ve makine 6grenmesi destekli kestirimci bakim yapilmistir. Bu kisimda

verinin hazirlanmasi i¢in gelistirilen yazilimin detaylari ve birden fazla makine 6grenmesi

algoritmasi ile elde edilen sonuclarin karsilastirmasi yapilmistir. Kestirimci bakim

calismasi i¢in segilen alt komponent konveydr motorlaridir. Enkoder verisi PPI (pulse

position indicator) adinda sensor tabanli bir mekanizma ile dlgiilmektedir.

Light
source

3 = O
-0 Z

Light-receiving
elements

o Moving disc
with slits

Sekil 3.1. Darbe Konum Gostergesi Genel Yapisi

Sekil 3.2. Motor Hareketi ile Uretilen Sinyal Yapisi
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3.1. Sistem Verilerinin Incelenmesi
Sistem verileri .txt formatinda anlik olarak alinmaktadir. Dosya boyutu 10 mb olarak
sinirlandirilmistir, her 10 mb veri bitiminde yeni dosya olusmaktadir ve veriler ftp

sunucuda saklanmaktadir. Her dosya yaklasik olarak 3 dakikalik veri icermektedir.

Ornek Veri:

00:00:02.028 [785]1[01] W>{PPICheckLeading.cpp:154}[88 84.01.PPI21.PPIO] Deviation=-27393 PPI=482600 TimerPPI=5099%93
00:00:02.422 [785][01] wW>{PPICheckLeading.cpp:154}[88 a3 .PPI21.PPIO] Deviation=-25004 PPI=452200 TimerPPI=477204
00:00:02.608 [785]1[01] w>{PPICheckLeading.cpp:154}[88 a8 .PPI21.PPIO] Deviation=-27374 PPI=482600 TimerPPI=509974
00:00:03.554 [785][01] W>{PPICheckLeading.cpp:154}[88 89.06.PPI21.PPIO] Deviation=-23805 PPI=452200 TimerPPI=47&005
00:00:03.728 [785]1[01] wW»{PPICheckLeading.cpp:154}[88 a4 .PPI21.PPIO] Deviation=-27398 PPI=4852600 TimerPPI=509998
00:00:03.837 [785]1[01] W>{PPICheckLeading.cpp:154}[88 ag .PPI21.PPI0] Deviation=-23838 PPI=452200 TimerPPI=476038
00:00:03.945 [785][01] W>{PPICheckLeading.cpp:154}[88 86 .PPI21.PPIO] Deviation=-27453 PPI=482600 TimerPPI=510053
00:00:04.508 [785]1[01] w>{PPICheckLeading.cpp:154}[88 83 _PPI21.PPIO] Deviation=-23807 PPI=452200 TimerPPI=476007
00:00:05.645 [785]1[01] W>{PPICheckLeading.cpp:154}[88 a6 .PPI21.PPI0] Deviation=-27395 PPI=482600 TimerPPI=509995
00:00:05.661 [785]1[01] W>{PPICheckLeading.cpp:154}[88 4 .PPI21.PPIO] Deviation=-27397 PPI=482600 TimerPPI=509997
00:00:05.668 [785]1[01] wW>{PPICheckLeading.cpp:154}[88 8 .PPI21.PPIO] Deviation=-27406 PPI=4852600 TimerPPI=510006
00:00:05.796 [785][01] W>{PPICheckLeading.cpp:154}[88 7 .PPI21.PPI0] Deviation=-24064 PPI=452200 TimerPPI=476264
00:00:06.540 [785][01] wW»{PPICheckLeading.cpp:154}[88 .PPI21.PPIO] Deviation=-23807 PPI=452200 TimerPPI=476007
00:00:07.580 [785]1[01] W>{PPICheckLeading.cpp:154}[88 .PPI21.PPI0] Deviation=-23803 PPI=452200 TimerPPI=476003
00:00:07.685 [785][01] W>{PPICheckLeading.cpp:154}[88 01.PPI21.PPIO] Deviation=-27390 PPI=482600 TimerPPI=5099%0
00:00:07.701 [785]1[01] wW>{PPICheckLeading.cpp:154}[88 .PPI21.PPIO] Deviation=-27368 PPI=482600 TimerPPI=509968
00:00:08.728 [785]1[01] W>{PPICheckLeading.cpp:154}[88 .PPI21.PPI0] Deviation=-27362 PPI=482600 TimerPPI=509962
00:00:09.147 [785]1[01] w>{PPICheckLeading.cpp:154}[88 .PPI21.PPIO] Deviation=-23805 PPI=452200 TimerPPI=476005
00:00:0%.284 [785]1[01] w>{PPICheckLeading.cpp:154}[88 .PPI21.PPIO] Deviation=-24229 PPI=452200 TimerPPI=47642%9
00:00:09.401 [785][01] W>{PPICheckLeading.cpp:154}[88 .PPI21.PPI0] Deviation=-27347 PPI=482600 TimerPPI=509947
00:00:09.610 [785]1[01] w>{PPICheckLeading.cpp:154}[88 .PPI21.PPIO] Deviation=-23832 PPI=452200 TimerPPI=476032
00:00:09.725 [785]1[01] W>{PPICheckLeading.cpp:154}[88 .PPI21.PPIO] Deviation=-27322 PPI=482600 TimerPPI=509922
00:00:10.589 [785][01] W>{PPICheckLeading.cpp:154}[88 .PPI21.PPIO] Deviation=-23838 PPI=452200 TimerPPI=476038
00:00:11.441 [785]1[01] wW>{PPICheckLeading.cpp:154}[88 .PPI21.PPIO] Deviation=-2739% PPI=482600 TimerPPI=50999%

Sekil 3.3. Motor Verisi i¢in Filtrelenmis Ham Veri
Kaynak verilerinden motorun anlik hizi (PPI), olmas1 gereken hiz (TimerPPI) ve sapma

bilgileri alinmaktadir. (Veriler sadece motor bilgileri i¢in filtrelenmistir.)
3.2. Verilerin Hazirlanmasi
Analiz i¢in 106 giinliik veri incelenmistir. Toplam veri 2140 text dosyast (177 Gb)

olusmaktadir. Tiim konveydrlerin sapma verileri yaklasik 13,5 milyon satirdan

olugmaktadir. Bu sebeple diizenlenen veriler i¢in SQL Database kullanilmistir.
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Column Mame Data Type Allow Mulls

b | DateTime . datetime2(7) 0
Section nchar(10)
Deviation numeric(7, 0}
PPIEncoder numeric(8, 0}
PPISet numeric(8, 0}
PrimaryKey1 bigint ]
[Devi] numeric(4, 2}

Sekil 3.4. Veri Taban1 Tablosu

DateTime: Tarih ve saat bilgisi

Section: Motor Numarasi

Deviation: Sapma Degeri

PPI Encoder: Motorun Anlik Hiz Bilgisi
PPISet: Hedef Hiz Bilgisi

Dev%: Sapma Ylzdesi
Ham verinin filtrelenip tablo haline getirilmesi i¢in Visual Studio programinda C# dilinde

calisan bir yazilim gelistirilmistir. Veri ayiklama ve SQL Database i¢in .NET Framework

tizerinde standart kiitiiphaneler kullanilmistir.
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else if (rbDebugDisplacement.Checked || rbDebugAllPPIData.Checked) //DEBUG Displacement Prep

OpenFileDialog openFileDialog = new OpenFileDialog()
openFileDialog.Multiselect = true
if (openFileDialog.ShowDialog() == DialogResult.OK)

query = "0;
finallist.Clear();
string tablename;

if (rbDebugDisplacement.Checked)
tablename = "DebugLoggingDisplacementData_" + DateTime.Now.ToString("yyyyMMddHHmmss");

if (CreateSQLTable(tablename))
i
for (int i = @; i < openFileDialog.FileNames.Length; i++)
i
textBox3.Text = (i + 1).ToString() + "/" + openFileDialog.FileNames.Length.ToString()
textBox3.Refresh()
list.Clear();
list.AddrRange(File.ReadAllLines(openFileDialog.FileNames[i]));

for (int j = @; j < list.Count; j++)

if (list[j].Contains("PPICheckLeading.cpp"))

{
finallist.Add(list[j]1);
if (rbTosSQL.Checked)
1
string a = openFileDialog.SafeFileNames[i].Substring(e, 10);
string[] b = a.Split("-");
a = b[e] + /" + b[1] + /" + b[2];
string[] d = Ca + " " + list[j]).splitCnew char[] { ' v, '=', '[', 'T' D)
if (d.Length >= 26)
{
string ddddd = Math.Abs(Math.Round((Convert.ToDouble(d[21]) /
Convert.ToDouble(d[25])) * 100, 2)).Tostring().Replace(”,", ".");
query += "INSERT INTO [dbo].[" + tablename + "]([DateTime],[Section],[Deviation],"
+"[PPISet], [PPIEncoder], [Devs]) VALUES("
+ "' 4 (a+ " "+ list[j]).Substring(®, 19) + "', '" + d[8].Substring(e, 1)
+ III'III + d[ll] + IIIJIII + d[23] + lll!ll\ + d[zs] + lll’\H + ddddd + "‘J\n";
¥
H
H

Sekil 3.5. Veri Hazirlig1 Ana Algoritma Kisim 1

if (rbToSQL.Checked)
{

Sglcommand command; /*new SqlCommand(createTable, con);*/

command = new SglCommand(query, con);

con.Open();
try
{

1

catch (Exception)

1

}

finally { con.Close(); }

command . ExecuteNonQuery();

}
else if (rbToText.Checked)

{
File.writeAllLines("C:\\Private'\YL2\\Tool_Output\\DebugDisplacement_"
+ DateTime.Now.ToString("ddMMyyyy HHmmss") + ".txt", finallist.ToArray());
}
query = "';

Sekil 3.6. Veri Hazirligi Ana Algoritma Kisim 2
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Gelistirilen yazilim ile Sekil 3.3.’te gosterilen ham veri tablo haline getirilmis ve analiz

i¢in hazirlanmstir.

SQLQuery2.sgl - VI-..._.ML (VI\nibtas (68))* + X EXelReIIy K| IERTIE ¥ NN EIR )

—ISELECT [DateTime] =
, [Section] -
, [Deviation]
, [PPISet] =
, [Devi]
FROM [PM_ML].[dbo].[DebugloggingDisplacementData_202504231942_PSR2]
100% - 4 2
FH Results EF Messages
DateTime Section Deviation PPlSet Dev%
1 2025-01-02 14:47:42.0000000 8800.83.07 25651 523600 5.15 I
2 2025-01-02 14:47:48.0000000 88008202 -3%9401 482600 7.55
3 2025-01-02 14:47:48.0000000 8800.85.05 -23801 452200 5.00
4 2025-01-02 14:47:48.0000000 880088.001 -27412 482600 5.37
5 2025-01-02 14:47:49.0000000 8200.84.001 -276710 482600 541
6 2025-01-02 14:47:49.0000000 8800.83.04 -23876 452200 5.00
7 2025-01-02 14:47:50.0000000 8800.89.01 42421 482600 8.08
3 2025-01-02 14.47:50.0000000 8800.82.001 -27407 482600 5.37
g 2025-01-02 14:47:50.0000000 820084.001 -274717 482600 538
10 2025-01-02 14:47:51.0000000 8800.88.001 -27445 482600 538
1 2025-01-02 14.47:51.0000000 880082001 -27372 482600 5.37
12 2025-01-02 14.47:52.0000000 8800.84.001 -27288 482600 5.35
13 2025-01-02 14:47:53.0000000 8800.89.05 -23826 452200 5.01
14 2025-01-02 14:47:54.0000000 8800.89.06 -23808 452200 5.00
15 2025-01-02 14:47:54.0000000 8800.82.001 -27385 482600 5.37
16 2025-01-02 14:47:54.0000000 82800.84.001 -27435 482600 538
17 2025-01-02 14:47:55.0000000 8800.88.001 -27136 482600 5.32
18 2025-01-02 14:47:55.0000000 8800.85.04 -23929 452200 5.03
19 2025-01-02 14:47:55.0000000 8800.89.04 -23821 452200 5.00
20 2025-01-02 14:47:56.0000000 8800.82.001 -27344 482600 5.36
21 2025-01-02 14.47:56.0000000 82300.84.001 -27423 482600 538
22 2025-01-02 14.47.57.0000000 8800.88.001 -27388 482600 5.37
23 2025-01-02 14.47:58.0000000 8800.83.06 -30098 452200 6.24
24 2025-01-02 14.47:58.0000000 880082001 -27372 482600 5.37
25 2025-01-02 14.47:58.0000000 8800.84.001 -27437 482600 538
26 2025-01-02 14:47:58.0000000 8800.85.06 -23880 452200 5.02
27 2025-01-02 14:47:59.0000000 8800.89.05 -23812 452200 5.00
28 2025-01-02 14:47:59.0000000 8800.89.07 -23828 452200 5.01

20 2025-01-02 14.47.55.0000000 8800.82.01 -27376 482600 537

@ Quer... '@ VI-5CD141JMLO\SQLEXPRESS (1.. VI\nlbtas (68) PM_ML 00:01:28 | 13.625.515 rows

Sekil 3.7. SQL Veri Tabaninda Hazirlanmis Veri
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3.3. Verilerin Analizi

Calismada zaman serileri analizi i¢in asagidaki algoritmalar kullanilmistir:
e SARIMA

e Gradient Boosting

e XGBoost
e LSTM
e Prophet

Toplanan veriler i¢inde ortalama satir sayisina sahip motorlar kullanilmistir.

SQLQuery2.sql - VI-..._ML (VI\nlbtas (68))* SQLQuery1.sgl - VI-..._ML (VI\nlbtas (65))* + X

—|SELECT [Section] , COUNT([Section]) as 'Count’ 5
FROM [PM_ML].[dbo].[DebugloggingDisplacementData_202504231942 PSR2] g 4

-

100% = 4 2
EH Results il Messages
Section Count
1 880086.02 3110836
2 8800.84.017 1651548
3 88008201 1637922
4 8800.86.01 1274757
5 880088.001 871700
li] 88008202 813373
7 88008504 313297
a8 8800.85.07 274880
] 880087.06 270534
10 88008505 270476
1 88008504 268383
12 88008507 263352
13 88008707 262725
14 88008705 261839
15 88008505 261748
16 88008506 261713
17 88008704 256279
18 8800.85.06 253402
19 88008304 251240
20 880083.07 224995
21 88008305 223284
22 88008306 221270
23 8800.89.01 73437
24 8800.88.02 16925
25 88008708 9471
26 88008508 7938

Sekil 3.8. Veri Satir Sayisinin Motorlara Dagilimi
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Kestirimci  bakim  yazilimi  i¢gin  Google Colab platformu  kullanilmistir

(https://colab.research.google.com/) ve Python dilinde gelistirme yapilmistir. Colab

kullanim1 tiim kiitliphane ve siiriiciilere erisimi oldugundan birden fazla kiitiiphanenin
kullanildigi ortamlarda kolaylik saglamaktadir. Doksan gunlik veri test olarak
yuklenmis, sonraki 16 giin algoritmalar ile tahmin edilerek gerceklesen veri ile

karsilastirilmistir.

Kod (Python):

#Gerekli kittiphanelerin yiklenmesi

Ipip install pandas openpyxI statsmodels scikit-learn keras matplotlib xgboost prophet

#Katuphanelerin Import Edilmesi

import time

import psutil

import os

import pandas as pd

import numpy as np

import matplotlib.pyplot as plt

from sklearn.ensemble import GradientBoostingRegressor
from xgboost import XGBRegressor

from sklearn.preprocessing import MinMaxScaler

from keras.models import Sequential

from keras.layers import LSTM, Dense, Dropout

from statsmodels.tsa.statespace.sarimax import SARIMAX
from sklearn.metrics import mean_squared_error, mean_absolute_error

from prophet import Prophet
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#Verinin Yuklenmesi (kodun veriyi ‘Content’ iginden okumasi i¢in dosyanin colab

platformuna yiklenmesi gerekmektedir.)

i= Files M x
:’_ ° # Install necessary libraries

@ + Analyze your files with Ipip install pandas openpyxl statsmodels scikit-learn keras matplotlib xgboost pre

code written by Gemini Lelcad

# Import libraries

<> import time
e &) @ import psutil
]

[;(] import os
import pandas as pd
& ' BB sample_data import numpy as np 1
import matplotlib.pyplot as plt
i PSR2 8800.83.05 Filtered.xlsx from sklearn.ensemble import GradientBoostingRegressor

—
|- from xgboost import XGBRegressor

i PSR2 8800.83.06 Filtered xlsx from sklearn.preprocessing import MinMaxScaler

‘ PSR2 8800.85.04 Filtered xlsx from keras.models import Sequential
from keras.layers impert LSTM, Dense, Dropout
‘ PSR2 8800.85.07 Filtered.xlsx from statsmodels.tsa.statespace.sarimax import SARIMAX

from sklearn.metrics import mean_squared_error, mean_absolute_error

‘ PSR2 8800.87.06 Filtered xlsx from prophet import Prophet

Sekil 3.9. Colab Dosya Yikleme

file_path = “/content/PSR2 8800.85.07 Filtered.xlsx’
df = pd.read_excel(file_path)

#Giinliik Ortalama Degerin Hazirlanmasi

df[‘Date’] = pd.to_datetime(df[‘DateTime’])

25igur_df = df.groupby(df[‘Date’].dt.date)[‘Dev%’].mean().reset_index()
25igur_df.columns = [‘ds’, ‘y’]

#Test ve Tahmin edilecek verilerin ayrilmasi
train_df = 25igiir_df.iloc[:90]

test_df = 25iglr_df.iloc[90:106]

print(f"Training from {train_df[‘ds’].iloc[0]} to {train_df[‘ds’].iloc[-1]}")
print(f"Testing from {test_df[‘ds’].iloc[0]} to {test _df[‘ds’].iloc[-1]}")

#Gerceklesen verilerin tanimlanmasi

actual_values = test_df[‘y’].values
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#Model 1: SARIMA Algoritmasi

start_time = time.time()

sarima_model = SARIMAX (train_df[‘y’], order=(1,1,1), seasonal_order=(1,1,1,7))
sarima_result = sarima_model.fit(disp=False)

sarima_forecast = sarima_result.forecast(steps=16)

sarima_time = time.time() — start_time

# Model 2: Gradient Boosting Algoritmasi

start_time = time.time()

# Gecikme Ozelligi Tanimi
train_df[‘y_shifted’] = train_df[‘y’].shift(1)
train_df = train_df.dropna()

X_train = train_df[[‘y_shifted’]]
y_train = train_df[‘y’]

gb_model = GradientBoostingRegressor()

gb_model.fit(X_train, y_train)

# Tekrarli Tahmin
gb_preds =]
last_value = X _train.iloc[-1][‘y_shifted’]

for _in range(16):
pred = gb_model.predict([[last_value]])[0]
gb_preds.append(pred)

last_value = pred

gb_time = time.time() — start_time
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#Model 3: XGBoost Algoritmasi

start_time = time.time()

xgh_model = XGBRegressor(objective="reg:squarederror”)

xgh_model.fit(X_train, y_train)

# Tekrarli Tahmin
xgb_preds =]
last_value = X_train.iloc[-1][‘y_shifted’]

for _inrange(16):
pred = xgh_model.predict([[last_value]])[0]
xgh_preds.append(pred)

last_value = pred

xgh_time = time.time() — start_time

# Model 4: LSTM Algoritmasi

start_time = time.time()

# Normalize y tanimi1
scaler = MinMaxScaler()

train_scaled = scaler.fit_transform(train_df[[‘y’]])

# Sekanslarin Uretilmesi
seq_len =10
X_lIstm, y_Istm =], []

for i in range(len(train_scaled) — seq_len):

X_Istm.append(train_scaled[i:i + seq_len])

y_Istm.append(train_scaled[i + seq_len])
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X_lIstm = np.array(X_Istm)
y_lIstm = np.array(y_Istm)

# LSTM Model Yapilandirmasi
Istm_model = Sequential([
LSTM(50, input_shape=(seq_len, 1)), Dropout(0.2), Dense(1)])

Istm_model.compile(optimizer="adam’, loss="mse’)

Istm_model.fit(X_Istm, y_lIstm, epochs=50, batch_size=8, verbose=1)

# 16 Gunlik Tahmin
last_seq = train_scaled[-seq_len:].reshape(1, seq_len, 1)
Istm_preds_scaled =[]

for _in range(16):
pred = Istm_model.predict(last_seq, verbose=0)[0][0]
Istm_preds_scaled.append(pred)
last_seq = np.append(last_seq[:, 1:, :], [[[pred]]], axis=1)

Istm_preds = scaler.inverse_transform(np.array(lstm_preds_scaled).reshape(-
1,1)).flatten()

Istm_time = time.time() — start_time

# Model 5: Prophet Algoritmasi

start_time = time.time()

prophet_df = train_df[[‘ds’, ‘y’]].copy()
prophet_model = Prophet(28igir_seasonality=True)
prophet_model.fit(prophet_df)

future = prophet_model.make_future_dataframe(periods=16)
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forecast = prophet_model.predict(future)

prophet_preds = forecast.iloc[-16:][ ‘yhat’].values

prophet_time = time.time() — start_time

# Degerlendirme RMSE ve MAE

def evaluate_model(name, preds):
rmse = np.sgrt(mean_squared_error(actual_values, preds))
Mae = mean_absolute_error(actual_values, preds)
print(f*{name} -> RMSE: {rmse:.5f}, MAE: {mae:.5f}”)

print(“\n=== Model Evaluation ===")
evaluate_model(“SARIMA”, sarima_forecast)
evaluate_model(“Gradient Boosting”, gb_preds)
evaluate_model(“XGBoost”, xgb_preds)
evaluate_model(“LSTM?”, Istm_preds)

evaluate_model(“Prophet”, prophet_preds)

# Grafik Cizimi

plt.figure(figsize=(16,7))

plt.plot(train_df[‘ds’], train_df[‘y’], label="Training Data”, color="gray”)
plt.plot(test_df[‘ds’], actual values, label="Actual Dev% (Test)”, color="black”,

marker=’0")

plt.plot(test_df[‘ds’], sarima_forecast, label="SARIMA Forecast”, linestyle="—*,
marker="x", color="red”)

plt.plot(test_df[‘ds’], gb_preds, label="Gradient Boost Forecast”, linestyle="—,
marker=""", color="green”)

plt.plot(test_df[‘ds’], xgb_preds, label="XGBoost Forecast”, linestyle="—*, marker="s’,

color="0orange”)
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plt.plot(test_df[‘ds’], Istm_preds, label="LSTM Forecast”, linestyle="—, marker="v’,
color="blue”)
plt.plot(test_df[‘ds’], prophet preds, label="Prophet Forecast”, linestyle="—,

marker="d’, color=""purple”)

plt.title(“Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)”)
plt.xlabel(“Date”)

plt.ylabel(“Dev%™)

plt.legend()

plt.grid(True)

plt.show()

#Tahmin Edilen Degerlerin Yazdirilmasi
results_df = pd.DataFrame({
‘Date’: test_df[‘ds’],
‘Actual’: actual values,
‘SARIMA’: sarima_forecast.values,
‘Gradient Boosting’: gb_preds,
‘XGBoost’: xgh_preds,
‘LSTM’: Istm_preds,
‘Prophet’: prophet_preds
by
print(‘“\n===Tahmin Sonuglar1 Tablosu ===")

print(results_df)

# Performans Ozeti Tablosu

performance_summary = pd.DataFrame({
‘Model’: ['SARIMA’, ‘Gradient Boosting’, ‘XGBoost’, ‘LSTM’, ‘Prophet’],
“Time (s)’: [sarima_time, gb_time, xgb_time, Istm_time, prophet_time],

b

print(“\n=== Performans Ozeti ==="

print(performance_summary)
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3.3.1. Analiz Sonuglari

Analiz sonuglar1 degerlendirmesi i¢in kullanilan parametreler:

e MAE (Mean Absolute Error)
MAE, modelimizin  yaptigt  hatalarn  ortalama  buyikligini  6lger.
Hata degerlerinin (ger¢ek- tahmin) mutlak degerini alir, toplamini bulur ve veri sayisina
boler.

Matematiksel tanimai:

n
1
MAE == Iy, - 3 (3D
i=1

y;: Gergek deger
¥,: Tahmin edilen deger

n : Toplam veri sayis1

e RMSE (Root Mean Squared Error)
RMSE, hatalarin karelerinin ortalamasinin karekokiidiir. Biiytik hatalar1 kareledigi i¢in,
birkag biiyiik hataya kars1 daha duyarlidir.

Matematiksel tanimai:

n
1
RMSE = EZ(yi —5)2 (3.2)
i=1
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Motor 8800.83.06 Analizi:

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)

5.40 4 — Training Data
—&— Actual Dev% (Test)
—>- SARIMA Forecast 'y ’ 4
5.35 1 —&- Gradient Boost Forecast : 4 n
XGBoost Forecast i i !
-¥- LSTM Forecast i J: !
5.30 1 —#- Prophet Forecast " H 1
1
i 1 i
1 i 1
I i 1
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I
515 by by
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2025-01-01 2025-01-15 2025-02-01 2025-02-15 2025-03-01 2025-03-15 2025-04-01 2025-04-15

Date

Sekil 3.10. Motor 8800.83.06 Analiz Sonuglar1

Cizelge 3.1. Motor 8800.83.06 RMSE ve MAE Degerleri

RMSE MAE

SARIMA 0,0251 0,0211
Gradient Boost 0,1526 0,1197
XGBoost 0,0206 0,0163

LSTM 0,0373 0,0358

Prophet 0,0262 0,0221

Bu analizde en basarili algoritmalar SARIMA, XGBoost ve Prophet olmustur.
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Motor 8800.85.04 Analizi:

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)
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Sekil 3.11. Motor 8800.85.04 Analiz Sonuglar1

Cizelge 3.2. Motor 8800.85.04 RMSE ve MAE Degerleri

RMSE MAE
SARIMA 0,0036 0,0031
Gradient Boost 0,0153 0,0146
XGBoost 0,0145 0,0133
LSTM 0,0072 0,0067
Prophet 0,0059 0,0053

Bu analizde en basarili algoritmalar SARIMA ve Prophet olmustur.
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Motor 8800.87.06 Analizi:

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)

—— Training Data
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Sekil 3.12. Motor 8800.87.06 Analiz Sonuglar1

Cizelge 3.3. Motor 8800.87.06 RMSE ve MAE Degerleri

RMSE MAE
SARIMA 0,0123 0,0105
Gradient Boost 0,0130 0,0113
XGBoost 0,0191 0,0138
LSTM 0,0140 0,0126
Prophet 0,0283 0,0263

Bu analizde en basarili algoritmalar SARIMA, Gradient Boost ve LSTM olmustur.
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Motor 8800.85.07 Analizi

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)
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Sekil 3.13. Motor 8800.85.07 Analiz Sonuglar1

Cizelge 3.4. Motor 8800.85.07 RMSE ve MAE Degerleri

RMSE MAE
SARIMA 0,0308 0,0204
Gradient Boost 0,0206 0,0188
XGBoost 0,0203 0,0144
LSTM 0,0380 0,0367
Prophet 0,0296 0,0258

Bu analizde en basarili algoritmalar Gradient Boost ve XGBBoost olmustur.
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Motor 8800.83.05 Analizi

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)
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Sekil 3.14. Motor 8800.83.05 Analiz Sonuglar1

Cizelge 3.5. Motor 8800.83.05 RMSE ve MAE Degerleri

RMSE MAE
SARIMA 0,0084 0,0066
Gradient Boost 0,0095 0,0085
XGBoost 0,0053 0,0038
LSTM 0,0240 0,0230
Prophet 0,0153 0,0139

Bu analizde en basarili algoritmalar XGBBoost ve SARIMA olmustur.
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4. BULGULAR

4.1. Genel Performans Analizi

Bu calismada SARIMA, Gradient Boosting, XGBoost, LSTM ve Prophet algoritmalari
kullanilarak dort farklt motor veri seti {izerinde tahminleme c¢alismalar1 yapilmistir.
Modellerin performansi, RMSE (Root Mean Squared Error) ve MAE (Mean Absolute

Error) hata metrikleri kullanilarak 6l¢iilmiistiir.

Cizelge 4.1. Algoritma Performans Karsilastirmasi

Algoritma
Gradient
Motor Parametre | SARIMA XGBoost LSTM Prophet
Boost
RMSE 0,0251 0,1526 0,0206 0,0373 0,0262
8800.83.06
MAE 0,0211 0,1197 0,0163 0,0358 0,0221
RMSE 0,0036 0,0153 0,0145 0,0072 0,0059
8800.85.04
MAE 0,0031 0,0146 0,0133 0,0067 0,0053
RMSE 0,0123 0,013 0,0191 0,014 0,0283
8800.87.06
MAE 0,0105 0,0113 0,0138 0,0126 0,0263
RMSE 0,0308 0,0206 0,0203 0,038 0,0296
8800.85.07
MAE 0,0204 0,0188 0,0144 0,0367 0,0258

Cizelge 4.1.”de gortilecegi lizere SARIMA ve XGBoost algoritmalar1 yapilan analizde en
iyl sonuclart vermistir. SARIMA algoritmas1 tekrarlayan desenleri daha iyi tahmin
etmistir. Tesisin haftanin belirli giinleri daha yogun olmasi ve bakim giinlerinin diizenli
araliklarla belirlenmesi SARIMA algoritmasinin mevsimsel etkileri analiz etme
ozelliginin bu ¢calismada faydali oldugunu gostermistir. XGBoost diizenlilestirme 6zelligi
sayesinde desenleri yakalayamamis olsa da yakin degerler tahmin edebilmistir. XGBoost
algoritmasinin avantajlarindan biri eksik ve uzun aralikli verilerle bile ¢alisabilmesidir,
calismada veri yapisi olduk¢a sik ve diizenli oldugu icin algoritma bu avantajim

kullanamamustir. Gradient Boost genel olarak iyi performans gosterse de motor
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8800.83.06 analizinde (Sekil 3.9.) asir1 6grenme sebebiyle yliksek RMSE ve MAE
degerleri elde edilmistir. Gradient Boosting, oOzellikle yiliksek dogruluk isteyen
problemler i¢in gii¢lii bir yontemdir. Ana fikri, her yeni eklenen zayif modelin (genellikle
karar agaglari) onceki modellerin yapamadigi hatalari diizeltmeye g¢alismasidir. Bu
sekilde adim adim daha iyi sonuglar elde edilir. Ancak bu giiglii yapi, ayn1 zamanda asir1
ogrenme (overfitting) riskini de beraberinde getirir. LSTM algoritmasi test edilen tiim
motorlarda tutarli sonuglar vermistir ama algoritmasi geregi fazla islemci giicii tiiketse de
hi¢gbir motorda en iyi sonucu verememistir. Prophet algoritmasi yaptigimiz analiz ¢ok
degiskenli olmadig1 i¢in iyi sonuglar vermistir. Kestirimci bakimda ekipman {izerinde
bakim yapildiktan sonraki veriler kullanilacagindan dolay1 uzun yillara ulasan veriler

kullanilmayacaktir bu da Prophet algoritmasinin zay1f yonlerinden birini kapatmaktadir.
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8800.83.06:

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)

—8— Actual Dev% (Test)
5.35  ~%" SARIMA Forecast '
—&- Gradient Boost Forecast R I i
XGBoost Forecast 1 1 ,’ I‘ /

-¥- LSTM Forecast o ;o
T -¢- Prophet Forecast 7 ‘\‘ ]
i

=
~Loy
T

y T T T T T T T
2025-04-03 2025-04-05 2025-04-07 2025-04-09 2025-04-11 2025-04-13 2025-04-15 2025-04-17
Date

Sekil 4.1. Motor 8800.83.06 Tahmin Verileri

Cizelge 4.2. Algoritma Tahminleri

Date Actual SARIMA Gradient XGBoost LSTM Prophet

Boosting

2025-04-03 | 5,058811 | 5,05195 5,109384 | 5,069475 | 5,084706 | 5,05728

2025-04-04 | 5,045905 | 5,037289 5,125393 | 5,051239 | 5,084494 | 5,060132

2025-04-05 | 5,070785 | 5,041631 5,167199 | 5,077166 | 5,084203 | 5,101586

2025-04-06 | 5,056441 | 5,053168 5,364616 | 5,095863 | 5,083966 | 5,074248

2025-04-07 | 5,075114 | 5,048853 5,152168 | 5,083737 | 5,083771 | 5,099466

2025-04-08 | 5,060743 | 5,061641 5,149077 | 5,102497 | 5,083611 | 5,103016

2025-04-09 | 5,053457 | 5,045417 5,105348 | 5,064007 | 5,08349 | 5,074467

2025-04-10 | 5,070305 | 5,038319 5,122532 | 5,064942 | 5,083397 | 5,062331

2025-04-11 | 5,05955 | 5,025271 5,170737 | 5,076714 | 5,083336 | 5,065182

2025-04-12 | 5,056198 | 5,029602 5,364616 | 5,076926 | 5,083307 | 5,106637

2025-04-13 | 5,043788 | 5,042925 5,152168 | 5,076926 | 5,083278 | 5,079298

2025-04-14 | 5,08054 | 5,03712 5,149077 | 5,076926 | 5,083252 | 5,104516

2025-04-15 | 5,071457 | 5,050337 5,105348 | 5,076926 | 5,083232 | 5,108067

2025-04-16 | 5,062213 | 5,035846 5,122532 | 5,076926 | 5,083217 | 5,079518

2025-04-17 | 5,068709 | 5,029187 5,170737 | 5,076926 | 5,083205 | 5,067381

2025-04-18 | 5,046219 | 5,01624 5,364616 | 5,076926 | 5,083197 | 5,070233
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Cizelge 4.3. Algoritma Siire Karsilagtirmasi

8800.85.04:

Model

Siire (s)

SARIMA

0,754265

Gradient Boosting

0,098349

XGBoost

0,042341

LSTM

9,815178

Prophet

0,506953

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)

5.035

5.030 4

Dev%

5.025 4

5.020 -

5.015 4

—e— Actual Dev% (Test)

-
—-

SARIMA Forecast
Gradient Boost Forecast
XGBoost Forecast

- LSTM Forecast

= Prophet Forecast

(3

T
2025-04-03

T T
2025-04-05 2025-04-07

T
2025-04-09

Date

Sekil 4.2. Motor 8800.85.04 Tahmin Verileri
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Cizelge 4.4. Algoritma Tahminleri

Date Actual SARIMA Gradient XGBoost LSTM Prophet

Boosting

2025-04-02 | 5,018796 | 5,021763 5,023954 | 5,023537 | 5,022351 | 5,021473

2025-04-03 | 5,02331 | 5,019085 5,024809 | 5,025282 | 5,022719 | 5,018971

2025-04-04 | 5,01799 | 5,016064 5,032036 | 5,034061 | 5,02304 | 5,016612

2025-04-05 | 5,01475 | 5,019549 5,03363 5,032651 | 5,023354 | 5,020922

2025-04-06 | 5,016478 | 5,022328 5,033043 | 5,037853 | 5,023631 | 5,024508

2025-04-07 | 5,020706 | 5,021325 5,031813 | 5,035107 | 5,023912 | 5,022965

2025-04-08 | 5,015726 | 5,020125 5,03363 5,029468 | 5,024195 | 5,021982

2025-04-09 | 5,019218 | 5,020451 5,033043 | 5,027221 | 5,024455 | 5,022662

2025-04-10 | 5,015038 | 5,017769 5,031813 | 5,024519 | 5,024691 | 5,02016

2025-04-11 | 5,01476 | 5,014692 5,03363 5,023537 | 5,024909 | 5,017801

2025-04-12 | 5,016408 | 5,018255 5,033043 | 5,025282 | 5,025136 | 5,022112

2025-04-13 | 5,015717 | 5,021028 5,031813 | 5,034061 | 5,025351 | 5,025697

2025-04-14 | 5,01782 | 5,019858 5,03363 5,032651 | 5,025556 | 5,024154

2025-04-15 | 5,016197 | 5,018745 5,033043 | 5,037853 | 5,025752 | 5,023172

2025-04-16 | 5,013973 | 5,019074 5,031813 | 5,035107 | 5,025939 | 5,023851

2025-04-17 | 5,017221 | 5,016391 5,03363 5,029468 | 5,026117 | 5,02135

Cizelge 4.5. Algoritma Siire Karsilagtirmasi

Model Sire (s)
SARIMA 0,754265
Gradient Boosting 0,098349
XGBoost 0,042341
LSTM 9,815178
Prophet 0,506953
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8800.87.06:

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)
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Date

Sekil 4.3. Motor 8800.83.06 Tahmin Verileri

Cizelge 4.6. Algoritma Tahminleri

2025-04-11

2025-04-13

2025-04-15

2025-04-17

Date Actual SARIMA Gradient | XGBoost LSTM Prophet
Boosting

2025-04-02 | 5,039318 | 5,055459 5,060333 | 5,060207 5,053 | 5,066363
2025-04-03 | 5,037885 | 5,056852 5,041726 | 5,092449 | 5,053905 | 5,063777
2025-04-04 | 5,030641 | 5,032471 5,031756 | 5,062213 | 5,054276 | 5,035828
2025-04-05 | 5,039364 | 5,053154 5,031067 | 5,051939 | 5,054174 | 5,065606
2025-04-06 | 5,048816 | 5,041929 5,031067 | 5,051868 | 5,054009 | 5,053286
2025-04-07 | 5,051775 | 5,056141 5,031067 | 5,051868 | 5,053822 | 5,07103
2025-04-08 | 5,040609 | 5,054682 5,031067 | 5,051868 | 5,053648 | 5,072146
2025-04-09 | 5,040952 | 5,053916 5,031067 | 5,051868 | 5,053235 | 5,075618
2025-04-10 | 5,04181 | 5,05576 5,031067 | 5,051868 | 5,053054 | 5,073032
2025-04-11 | 5,03349 | 5,028509 5,031067 | 5,051868 | 5,052582 | 5,045083
2025-04-12 | 5,041314 | 5,050071 5,031067 | 5,051868 | 5,052324 | 5,074861
2025-04-13 | 5,034148 | 5,038993 5,031067 | 5,051868 | 5,052187 | 5,06254
2025-04-14 | 5,047519 | 5,052552 5,031067 | 5,051868 | 5,05202 | 5,080285
2025-04-15 | 5,050141 | 5,052075 5,031067 | 5,051868 | 5,051846 5,0814
2025-04-16 | 5,049329 | 5,051819 5,031067 | 5,051868 | 5,051678 | 5,084873
2025-04-17 | 5,039846 | 5,053726 5,031067 | 5,051868 | 5,051519 | 5,082287
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Cizelge 4.7. Algoritma Siire Karsilagtirmasi

Model Sire (s)
SARIMA 1,251947
Gradient Boosting 0,079847
XGBoost 0,040341
LSTM 10,321755
Prophet 0,429812

8800.85.07:

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)

5.10
5.08 1
5.06
£
K] 5.04
5.02
5.00 —&— Actual Dev%% (Test)
1 ,’ == SARIMA Forecast
\ H —&- Gradient Boost Forecast
s XGBoost Forecast
4.98 i
v —¥- LSTM Forecast
X —4#- Prophet Forecast
T T T T T T T T
2025-04-03 2025-04-05 2025-04-07 2025-04-09 2025-04-11 2025-04-13 2025-04-15 2025-04-17

Date

Sekil 4.4. Motor 8800.85.07 Tahmin Verileri
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Cizelge 4.8. Algoritma Tahminleri

Date Actual SARIMA Gradient | XGBoost LSTM Prophet
Boosting
2025-04-02 | 5,055497 | 5,077313 5,08719 | 5,083713 | 5,080769 | 5,073112
2025-04-03 | 5,110547 | 5,079493 5,072689 | 5,059024 | 5,08252 | 5,070685
2025-04-04 | 5,073634 | 4,992871 5,069009 | 5,075333 | 5,084033 5,0063
2025-04-05 | 5,048178 | 5,046616 5,069009 | 5,049075 | 5,084577 | 5,065499
2025-04-06 | 5,048696 5,0471 5,069009 | 5,061124 | 5,085398 | 5,067896
2025-04-07 | 5,053414 | 5,066468 5,069009 | 5,055862 | 5,085937 5,08897
2025-04-08 | 5,057368 | 5,05286 5,069009 | 5,059215 | 5,087624 | 5,071916
2025-04-09 | 5,063806 | 5,05604 5,069009 | 5,08597 | 5,088713 | 5,072403
2025-04-10 | 5,046097 | 5,061635 5,069009 | 5,059024 | 5,089965 | 5,069976
2025-04-11 | 5,047192 | 4,97252 5,069009 | 5,075333 | 5,090847 5,00559
2025-04-12 | 5,050977 | 5,029726 5,069009 | 5,049075 | 5,09166 5,06479
2025-04-13 | 5,042661 | 5,030913 5,069009 | 5,061124 | 5,092562 | 5,067186
2025-04-14 | 5,049742 | 5,051038 5,069009 | 5,055862 | 5,09342 | 5,088261
2025-04-15 | 5,05461 | 5,036256 5,069009 | 5,059215 | 5,094238 | 5,071207
2025-04-16 | 5,052157 | 5,040179 5,069009 | 5,08597 | 5,095049 | 5,071693
2025-04-17 | 5,054806 | 5,046055 5,069009 | 5,059024 | 5,095845 | 5,069266

Cizelge 4.9. Algoritma Siire Karsilagtirmasi

Model Siire (s)
SARIMA 0,444668
Gradient Boosting 0,170339
XGBoost 0,040671
LSTM 10,15023
Prophet 0,56906
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8800.83.05:

Forecast Comparison (Train: First 90 Days, Test: Next 16 Days)
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Sekil 4.5. Motor 8800.83.06 Tahmin Verileri

Cizelge 4.10. Algoritma Tahminleri

Date Actual SARIMA Gradient XGBoost LSTM Prophet

Boosting

2025-04-03 | 5,042095 | 5,046435 5,046073 | 5,041883 | 5,049928 | 5,03983

2025-04-04 | 5,032379 | 5,047772 5,046474 | 5,040277 | 5,049768 | 5,048689

2025-04-05 | 5,042531 | 5,042006 5,021925 | 5,033576 | 5,049524 | 5,046903

2025-04-06 | 5,037302 | 5,047042 5,045004 | 5,036178 | 5,049688 | 5,053489

2025-04-07 | 5,041874 5,0518 5,04474 | 5,035936 | 5,050054 | 5,059694

2025-04-08 | 5,033357 | 5,050553 5,04474 | 5,036342 | 5,050252 | 5,05429

2025-04-09 | 5,034847 | 5,038371 5,04474 | 5,035936 | 5,050697 | 5,044952

2025-04-10 | 5,041286 | 5,043091 5,04474 | 5,036342 | 5,050921 | 5,044113

2025-04-11 | 5,037666 | 5,04594 5,04474 | 5,035936 | 5,051389 | 5,052971

2025-04-12 | 5,038093 | 5,037254 5,04474 | 5,036342 | 5,051817 | 5,051185

2025-04-13 | 5,034831 | 5,044935 5,04474 | 5,035936 | 5,051726 | 5,057772

2025-04-14 | 5,050759 | 5,049217 5,04474 | 5,036342 | 5,051974 | 5,063976

2025-04-15 | 5,038933 | 5,047732 5,04474 | 5,035936 | 5,052182 | 5,058572

2025-04-16 | 5,037198 | 5,035502 5,04474 | 5,036342 | 5,052343 | 5,049234

2025-04-17 | 5,037585 | 5,039856 5,04474 | 5,035936 | 5,052473 | 5,048395

2025-04-18 | 5,032565 | 5,043085 5,04474 | 5,036342 | 5,052583 | 5,057253
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Cizelge 4.11. Algoritma Siire Karsilastirmasi

Model Siire (s)
SARIMA 0,569418
Gradient Boosting 0,096574
XGBoost 0,105115
LSTM 9,545012
Prophet 0,421988
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5. TARTISMA ve SONUC

Gergeklestirilen analizlerde makine Ogrenmesi ve derin Ogrenme modellerinin
kullaniminin, literatiirde rapor edilen gelistirmelere paralel olarak kestirimci bakim
performansini 1iyilestirdigi gézlemlenmistir. LSTM, XGBoost gibi modellerden elde
edilen sonuglar, yapay zeka temelli yaklasimlarin tahmin dogrulugunu artirdigina dair
literatiirdeki bulgularla uyumludur. Elde edilen RMSE ve MAE degerleri, benzer
endiistriyel uygulamalarda bildirilmis degerlerle paralellik géstermekte ve algoritmalarin
ariza tahmin performansinin literatiirdeki basar1 oykiilerini destekledigi goriilmektedir.
Ornegin, derin 6grenme ydntemlerinin yiiksek dogruluk ve dlgeklenebilirlik sundugu;
makine Ogrenmesi yontemlerinin ise goreceli olarak hesaplama maliyetinde avantaj

sagladig literatiirde vurgulanmistir (Ucar vd., 2024).

Bu calismada elde edilen bulgular, uygulanan makine ve derin 6grenme modellerinin
literatiirdeki basarilarini teyit etmektedir. Ilerleyen zamanlarda bu modellerin seffafligimi
artirmak amaciyla agiklanabilir yapay zeka tekniklerinin entegrasyonu arastirtlmalidir.
Ayrica gercek zamanli kestirimei bakim uygulamalari i¢in [oT verilerinin daha genis bir
Olcekte kullanilmasi ve dijital ikiz, bulut/edge bilisim altyapisi gibi endiistri 4.0
teknolojilerinin entegrasyonu degerlendirilebilir. Yeni nesil sensorlerin (titresim, termal,
akustik vb.) ve ¢oklu veri kaynaklarinin kombinasyonu, ariza teshislerinin dogrulugunu
ve genellenebilirligini artirabilir. Sonug olarak, isbirlikli robotlar ve dijital ikiz gibi
yenilik¢i uygulamalarla bakim siireglerinin otonom hale getirilmesi ve optimizasyonu,

gelecekte arastirilmasi gereken 6nemli konular arasinda yer almaktadir (Ucar vd., 2024).

Tez calismasinda apilan analizlerde SARIMA, Gradient Boost, XGBoost, LSTM ve
Prophet algoritmalarinin birden fazla motor iizerinde tutarli tahmin yapabildigi
goriilmiistiir. Caligmada test verisi ti¢ aylik kullanilmistir ve her motor i¢in ortalama 250
bin satirdan olusmaktadir. Caligmada motorlar ayr1 ayr1 analiz edildigi ve farkli olmasina
ragmen genelde sabit hizlarda calistiklarindan dolay1 algoritmalara kategorik veri
beslenmemistir. Bu durum Gradient Boost ve XGBoost algoritmalarinin kategorik veri

Uzerindeki avantajlarini ortadan kaldirmistir.
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Gradient Boost algoritmasi uzun verilerde asir1 6grenme ihtimalinden dolay1r motorlardan
biri iizerinde yiiksek RMSE ve MAE degerleriyle tahmin yapabilmigtir. Motor bakim
araliklar1 sebebiyle veri uzunlugu fazla olacaktir ve bu sebeple uzun zaman serilerinde

yalmizca Gradient Boost algoritmasi kullanimi yaniltici olabilir.

XGBoost algoritmasi yakin degerler yakalasa da desenleri tahmin etmede zay1f kalmistir.
Bunun sebebi eksik veri tamamlama 6zelliginin getirdigi veri diizenlilestirmesidir. Tesis
tizerinden elde ettigimiz veride bosluklar olmadig1 icin XGBoost yontemi algoritmasinin

getirdigi avantajlar1 bu analiz {izerinde kullanamamustir.

Yeni toplanan veriler ile diizenli olarak SARIMA, XGBoost ve Prophet algoritmalarinin
birlikte kullanim1 hem yakin degerler tahmin edilmesini hem de desenleri yakalayarak
tepe degerlerin atlanmamasini saglayacaktir. Analiz siiresini kisaltmak i¢in veriler giinlik
ortalama alinarak analiz edilmistir, fakat saatlik yapilan analizlerde RMSE ve MAE
degerleri ayn1 kalmistir. Bu sebeple tahmin edilen Dev% (Sapma Yiizdesi) %7’ nin
(Tesisten tesise farklilik gostermek {iizere hata st %7 ile %I15 arasinda
belirlenmektedir) tizerine ¢iktiginda analiz saatlik ortalama ile tekrarlanarak hatanin

gerceklesecegi zamanin tutarliligr arttirilabilir (All Sciences Academy, 2025).

Giliniimiiz depo ve dagitim sistemlerinde ¢ok sayida motor oldugu i¢in islemci kullanim
verimliligi sebebiyle 6n alarm sistemi kurulabilir. Bu durumda periyodik analiz araligi
uzatilir ve belirlenen 6n sinir asildiginda tahmin edilen tarihe gore motor bazli detayl
analiz yapilabilir.

Istatistiksel modellerin, makine dgrenmesi ve derin grenme algoritmalarinin analizlerde
kullanilmast planlanan bakimlardan odak noktasini dogru secip bakim verimliligini
arttiracaktir. Ilerleyen zamanlarda algoritmaya kategorik veriler eklenip arizanin olacag

tarih tahminine ilave kok neden analizi de yapilabilir.
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